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Resumen

Introducción

El overcrowding o sobrecarga (OC) es un indicador de seguridad en las

centrales de emergencias de adultos (CEA) que se puede medir a través de la

escala NEDOCS. Es fundamental generar herramientas para predecir la

ocurrencia de OC con anticipación.

Objetivo

Desarrollar y validar una herramienta de pronóstico de día OC en CEA.

Materiales y métodos

Estudio de cohorte retrospectiva de horas de la CEA del Hospital Italiano de

Buenos Aires (HIBA) de junio 2016 a mayo 2018. Se obtuvo toda la información

de bases de datos secundarias administrativas de alta calidad y de la Historia

Clínica Electrónica (HCE). Se utilizó un grupo al azar de generación y otro de

validación. Se estimó el valor de NEDOCS como variable continua de manera

horaria para todo el periodo del estudio y se definieron los días con OC a

aquellos en los que hubo o dio inicio una sucesión de 8 o más de 8 horas con

NEDOCS superior a 180 (trennegro). Se construyó un modelo predictivo

utilizando regresión logística multivariada. Se valido (estimacion de calibración

y discriminación del modelo) interna (grupo de generacion, el de validacion, por

bootstrapping) y externamente (temporal y otro centro HIBA sede San Justo).

Resultados

Se incluyeron 731 días de la CEA del HIBA, el grupo de generación incluyó

487 días (66,62%) y el grupo de validación 244 días (33,38%). Algunas de las

variables que se asociaron a trennegro fueron días fríos (OR de 2,73 (IC95%

1,38 - 5,38), porcentaje de consulta por enfermedad tipo influenza el día previo

al análisis (OR 2,13 (IC95% 1,75 - 2,59), estadía hospitalaria (OR 1,34 (IC95%

1,13 - 1,59)), porcentaje de fuga (OR 1,26 (IC95% 1,16 - 1,38)). Las variables
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protectoras para trennegro fueron: vacaciones (OR 0,10 (IC95% 0,03-0,29)),

dia no laborable (OR 0,5 (IC95% 0,30-0,84)), mes de experiencia laboral de la

residencia (OR 0,80 (IC95% 0,74-0,86)).

Las variables incluídas en el modelo predictivo final de trennegro fueron

vacaciones (OR 0,013 (IC95% 0,001 - 0,59)); promedio de NEDOCS del día

previo (OR 1,22 (IC95% 1,06 -1,43)); porcentaje horas NEDOCS rojo/negro día

previo (OR 0,83 (IC95% 0,74 - 0,93)); porcentaje de horas NEDOCS día previo

(OR 1,4 (IC95% 1,17 -1,66)); porcentaje de pacientes internados con estadía

prolongada (OR 1,41 (IC95%1,06-1,86)); humedad (OR 1,10 (IC95% 1,01

-1,19)), y día frío (OR 18,96 (IC95% 1,01 - 355,92)). La discriminación fue de

AUC 0,997 (IC95% 0,994 - 1) en el grupo de validación. La calibración del

modelo fue muy alta en la validación interna y aceptable en la validación

externa.

Conclusión

El modelo generado identifica adecuadamente los días en los que se va a

desarrollar trennegro como medida objetivable de OC. La identificación de

estos días permitiría gestionar el recurso humano y material para sobrellevar el

OC.
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1. Introducción

Las centrales de emergencias de adultos (CEA) son usadas en los últimos

años por un número creciente de pacientes con patologías cada vez más

complejas. Muchas de estas enfermedades requieren de tecnología diagnóstica

y terapéutica novedosas para resolverse. Además, la accesibilidad a la

atención programada no satisface los requerimientos de los pacientes y carece

de la complejidad necesaria para resolver patologías agudas. Por otro lado, la

población es cada vez más añosa y comórbida. Otras limitaciones están dadas

por el número insuficiente de camas de internación de los sistemas de salud y

las dificultades crecientes para externar por carencia de cuidados domiciliarios

o centros de tercer nivel. Todo lo anterior, sumado a una cultura donde la

inmediatez es un valor apreciado, contribuye al congestionamiento de las CEA

por encima de las posibilidades de atención ya sean humanas, de insumo o

edilicias.

1.1. Definición de congestionamiento

Si bien la descripción de la congestión de la CEA es sencilla y fácilmente

comunicable para quien la vivencia cotidianamente, en la literatura se la conoce

con distintos nombres (por ejemplo, hacinamiento, atascamiento). En esta tesis

se usará la palabra overcrowding (OC) para referirse a este fenómeno. Una

definición aceptada para el OC de la CEA es: situación en la cual las

necesidades de los pacientes en la CEA (incluidos aquéllos en sala de espera,

los que están siendo diagnosticados y tratados, y los que esperan ser

internados o derivados) exceden la capacidad del servicio (y del hospital) de

brindar una atención de calidad en los marcos temporales aceptados [1,2]. El

OC es una función del número de pacientes, del grado de necesidad inmediata

de atención y gravedad de cada paciente, del espacio físico y de la cantidad del

personal de salud que esté de guardia. Si bien el volumen de pacientes es un

factor importante de OC, no es el único y una CEA con muchos pacientes
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puede no estar en situación de OC. Esto ocurre cuando, a pesar del alto

volumen de pacientes, éstos son atendidos en tiempo y forma de acuerdo a

estándares de calidad y seguridad [3].

1.2. Efectos negativos del Overcrowding

El OC en las CEA es una problemática mundial que ocasiona efectos negativos

en varios aspectos:

a) Afecta a los pacientes en términos de: disminución de la calidad de

atención, aumento del tiempo de estadía en la CEA, insatisfacción con la

atención de la CEA, incremento del número de pacientes que abandonan la

CEA sin atención, retraso en la implementación de tratamientos tiempo

dependientes, crecimiento de errores médicos, elevación de las tasas de

complicaciones y aumento de mortalidad [4–19].

b) En el personal de la CEA: aumenta el ausentismo, enrarece el clima

laboral, disminuye la satisfacción, genera un descenso de la productividad y

puede ser la causa de renuncia del personal con más experiencia [20,21].

c) En el sistema de salud: el OC puede incrementar la estadía hospitalaria de

los pacientes internados a través de una CEA con OC fruto de errores médicos

o de enfermería y por retrasos diagnósticos en lo pacientes [22], retrasa la

descarga de pacientes por parte de las ambulancias retrasando las llamadas a

domicilio y aumenta por varios mecanismos los costos sanitarios [19,23,24]. Es

conocido que los pacientes internados en la CEA por carecer de cama

hospitalaria llegan a aportar hasta el 34% del total de los ingresos monetarios

de toda la internación de un hospital [25]. Además se han señalado

consecuencias éticas [26].
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1.3. Factores que contribuyen al OC

Una forma aceptada y útil para describir, medir y gestionar los factores que

contribuyen al OC es la formulada por Asplin [27]. En ella se diferencian tres

tipo de factores:

- Factores de entrada (input). Se refiere a condiciones, eventos o

características del sistema de salud que aumentan la demanda de la

CEA como: 1) expectativas desmesuradas de la comunidad con

respecto a la atención en la CEA para resolver problemas de salud, 2)

consultas no urgentes, 3) pacientes policonsultadores (7 o más

consultas por año), 4) epidemia (por ejemplo, de gripe, dengue,

COVID-19, etc), y 5) población añosa [28–35].

- Factores de procesamiento (throughput). Son situaciones dentro de

la CEA que pueden enlentecer o detener el flujo de pacientes como: 1)

número insuficiente de médicos o enfermeros, 2) tiempos de triage

incrementados, 3) médicos sin capacidad de resolución, 4) lentitud de

los interconsultores que definen diagnósticos o tratamientos, 5) pases de

guardia con frecuencia excesiva, 6) lentitud en los análisis de

laboratorio, 7) retraso en la adquisición e informe de las imágenes, y 8)

diseño arquitectónico inadecuado de la CEA [36].

- Factores de salida (output). Incluyen: 1) incapacidad de establecer un

seguimiento adecuado de los pacientes que se deciden dar de alta, y 2)

carencia de camas de internación para los pacientes que se decidió

internar, esto hace que permanezcan internados horas y días en la CEA

(boarding, en inglés). Esta situación se agrava si la falta de camas es

crítica [37].

El peso de cada uno de estos factores varía según cada hospital y cada región.

En un mismo hospital estos factores también varían según la época del año, el

día de la semana y el momento del día. Desde los ‘90 hasta la actualidad, la

influencia sobre el OC de los factores de entrada ha disminuído. En la
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actualidad se reconoce que los factores de salida, en especial la carencia de

camas hospitalarias y la prolongada estadía de pacientes ya internados en la

CEA (boarding) son el principal contribuyente al OC, pudiendo llegar al extremo

de bloquear el acceso al hospital (access block), es decir, el hospital impide el

ingreso de nuevos pacientes a la CEA [9,38–41].

1.4. Medición del OC

Dada la relevancia del problema de OC y la necesidad de gestión para

resolverlo se impone tener una medición objetiva y, en lo posible, cuantitativa

del fenómeno. Aún no hay consenso sobre si es necesario medir sus causas,

sus consecuencias, el fenómeno en sí, otros indicadores hospitalarios o usar

alguna medición combinada [42]. Es importante reconocer que el uso de uno u

otro indicador puede ser específico de las características de cada CEA. Por

ende, es importante encontrar un indicador que refuerce su validez externa y,

de ser posible, sea de uso internacional, predictor de consecuencias, y sensible

a intervenciones de gestión que tengan impacto en la cotidianeidad de los

pacientes y del personal de salud [43]. Idealmente, un indicador de OC también

tendría que tener aceptación global para permitir comparaciones

internacionales [43].

Los indicadores se pueden clasificar en:

- Aquéllos que se basan en la opinión médica. Por ejemplo, insatisfacción y

sensación de estar desbordados [44,45].

- Los que se apoyan en mediciones de factores de entrada. Tales como

número de pacientes que consultan, tiempo de espera, y número de pacientes

que se retiran sin ser vistos [46–48].

- Los que surgen de factores de proceso. Por ejemplo, número total de

pacientes que están siendo atendidos en la CEA, relación de éste último con el

número de puestos de atención, porcentaje del tiempo que los pacientes
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atendidos superan los puestos de atención, número de pacientes atendidos en

pasillos y tiempo de atención hasta toma de decisión [45,47,49–52].

- Aquellos que toman en cuenta factores de salida, como ser: número de

pacientes egresados, porcentaje de pacientes admitidos, y número, porcentaje

o tiempos de pacientes en boarding [53–57].

- Indicadores multidimensionales. Estos incluyen la escala del National

Emergency Department Overcrowding Study (NEDOCS) y el Emergency

Department Work Index (EDWIN). Estos índices fueron validados entre sí y

contra resultados de opinión clínica, rechazo de ambulancias y contra el

número de pacientes que se retiran sin ser vistos (Left WithOut Seen - LWOS)

[12,58,59].

El indicador EDWIN no mostró superioridad para identificar OC comparado con

el porcentaje de ocupación de la CEA, en términos de rechazo de ambulancias

y porcentaje de pacientes que se retiran sin ser vistos [60,61].

La escala NEDOCS toma en cuenta para una CEA y un momento

determinados los siguientes elementos:

a. El número total de pacientes presentes en la CEA (atendidos o no

atendidos) relativo al número total de sitios disponibles de atención en la

CEA.

b. Número total de pacientes internados en la CEA relativo al número total

de camas hospitalarias.

c. Número de pacientes con respirador en la CEA.

d. Tiempo en horas máximo de espera por una cama de internación.

e. Tiempo de espera que tiene el paciente con más demora de la sala de

espera.

Mediante la combinación lineal de estas cinco características se obtiene un

puntaje de 0 a 200 que implica en sus valores bajos una CEA sin OC y en sus

valores cercanos a 200 estados de OC peligrosos [59].
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1.5. Escala NEDOCS ventajas y desventajas

La escala NEDOCS es relativamente fácil de recabar y toma en cuenta el

tamaño hospitalario. El patrón oro de esta escala se basó en la vivencia y

opinión del personal médico y de enfermería de las CEAs donde fue validada la

escala.

La principal ventaja de la escala NEDOCS es que puso un punto de partida

para objetivar el OC con todas sus implicancias. Esta escala es en el estado

actual del conocimiento sobre el crowding una de las más usadas existiendo a)

calculadoras hospitalarias para el manejo cotidiano [62] en los sitios más

usados por la comunidad médica [63]; b) recomendaciones de Agence for

Healthcare Research and Quality - AHQR para su uso entre otras mediciones

en los tableros hospitalarios de manejo de las CEA [64] y c) uso en las

publicaciones más actualizadas sobre OC [65–69].

Existen publicaciones suficientes sobre la validez de NEDOCS para el uso de

la herramienta en nuestro medio, como en esta tesis. A continuación se

detallan algunos puntos que dan cuenta de los distintos aspectos de la validez:

1. Validez aparente y Validez de contenido. En opinión y experiencia de

expertos contiene y mide los elementos que parecen ser principales en

la representación del fenómeno en hospitales universitarios que reciben

politraumas y gran cantidad de pacientes como la CEA del Hospital

Italiano de Buenos Aires (HIBA) con 150000 consultas anuales. Fue

generada y validada en la literatura con respecto a la opinión del

personal de las centrales de emergencias utilizado como gold standard

[70]. Los ítems que componen la escala representan todos los aspectos

del fenómeno de overcrowding en las CEA.

2. Validez de criterio predictiva. La validez de NEDOCS fue validada con

respecto al número de pacientes que se retiran sin ser vistos (LWOS)

[12]. Además, tanto los componentes de NEDOCS (principalmente el
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que tiene que ver con la ocupación de la CEA) como el número de

pacientes que se retiran sin ser vistos, están asociados a varios eventos

clínicos como mortalidad y eventos cardíacos entre otros outcomes

[71,72]. El LWOS depende excesivamente de factores de input, a pesar

de que el fenómeno de OC es multifactorial y en CEAs con población

añosa y cautiva los factores de throughput y output no pueden ser

despreciados; por lo que una escala multidimensional será más

representativa de la realidad de OC en esas condiciones. A su vez

nuestro equipo de investigación evaluó la asociación de la escala

NEDOCS con la mortalidad de los pacientes en el seguimiento [73].

3. Validez criterio concurrente y validez de constructo convergente.

Su comportamiento fue comparado con escalas similares y presenta

comportamiento similar [66–68,74–76].

4. Validez de constructo de grupos conocidos. El comportamiento de la

escala es el esperado para momentos conocidos del año o la semana

donde es conocido el comportamiento de la sobrecarga de la CEA [77].

5. Reproducibilidad y factibilidad. La facilidad de medición de NEDOCS

en hospitales que cuentan con Historia Clínica Electrónica (HCE)

permite tener una medición de los componentes de NEDOCS y de

NEDOCS en cada hora  del día de la CEA.

Las limitaciones de la escala NEDOCS son que careció en su construcción de

un patrón oro objetivo. Además la escala fue validada, y por lo general es

usada, sólo en hospitales grandes universitarios y para centrales de

emergencias de adultos.

La escala y sus componentes no requieren adaptación al castellano ya que no

son variables desde el punto de vista del lenguaje o la cultura [78–80]. Sus

componentes no se modifican por las diferencias del lenguaje o la cultura y no

son reportados por pacientes o personal de salud. No obstante lo anterior,

también fue validada en América Latina [81]
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En Argentina, nuestro grupo la ha usado para describir y gestionar OC y

asociarla a mortalidad dentro y fuera de la CEA del HIBA [77,82]. Además se

está trabajando actualmente en agregar datos locales de validez de criterio

predictivo y concurrente.

1.6. Motivación y significancia de este estudio

En general, poder predecir eventos poblacionales en salud es importante para

el bienestar de los pacientes. Por ejemplo, alertar con anticipación la ocurrencia

de un desenlace no deseado podría permitir tomar medidas que impidan ese

desenlace o atemperen su efecto. Además predecir correctamente lo que está

por ocurrir posibilitaría reasignar recursos racionalmente ante el incremento o

disminución de las necesidades de la población en cuestión [83–86].

En particular, la predicción de OC se ha intentado con éxito variado usando

componentes del proceso (por ejemplo, la cantidad de pacientes que concurren

a la central de emergencias, el nivel de ocupación o los pacientes esperando

internación) y patologías particulares (por ejemplo, Enfermedad Pulmonar

Obstructiva Crónica reagudizada). Se han usado grados de anticipación

variable hasta 8 hs, con pérdida de precisión a medida que se aleja en el

tiempo el evento a predecir [87–89]. Se han usado como datos para hacer la

predicción los propios datos históricos de la variable que se quiere predecir

(utilizando series temporales), variables calendarias [90], variables que

provienen del propio hospital y hasta variables meteorológicas. Los métodos

usados varían entre series temporales univariadas, multivariadas, redes

neuronales, análisis de simulación de eventos discretos, teoría de juegos y

modelos de Markov [53,57,61,91–107].

No existe hasta el momento de la revisión bibliográfica una herramienta de

predicción del estado de congestión de una central de emergencias que analice

como elemento a predecir un indicador multidimensional como la escala de

NEDOCS ya sea como variable continua ni tampoco como un evento
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dicotómico, como por ejemplo la sucesión de horas por encima de un valor

específico con criterio y sentido clínico basado en la experiencia de gestión de

la CEA. Una herramienta de estas características tendría un alto impacto en la

realidad hospitalaria con implicancia en la gestión cotidiana.
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2. Objetivos

2.1. Objetivos primarios

1. Describir los factores que pronostican un día que dé inicio y/o que

contenga 8 o más horas seguidas con score NEDOCS > 180 en una

central de emergencias de un hospital universitario.

2. Desarrollar una herramienta de pronóstico del día que dé inicio y/o que

contenga 8 o más horas seguidas con score NEDOCS > 180 en una

central de emergencias de un hospital universitario.

3. Validar una herramienta de pronóstico del día que dé inicio y/o que

contenga 8 o más horas seguidas con score NEDOCS > 180 en una

central de emergencias de un hospital universitario.

2.2. Objetivos secundarios

1. Estimar el valor de NEDOCS horario durante el periodo del estudio y

describir su comportamiento en el tiempo.

2. Desarrollar y validar una herramienta de pronóstico de día de inicio de 8

o más horas seguidas con score NEDOCS > 180 en una central de

emergencias de un hospital universitario.

3. Desarrollar y validar una herramienta de pronóstico de día de fin de días

que contengan 8 o más horas seguidas con score NEDOCS > 180 en

una central de emergencias de un hospital universitario.

4. Explorar la performance de modelos predictivos autorregresivos de

series temporales del valor promedio de NEDOCS diario.
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3. Materiales y métodos

3.1. Diseño

Se realizó un estudio de cohorte retrospectivo considerando información

correspondiente a todas las horas de la Central de Emergencias de Adultos

(CEA) del Hospital Italiano de Buenos Aires de Buenos Aires Central (HIBAC)

desde el 1 de junio del 2016 hasta el 31 de mayo de 2018. Se utilizaron bases

de datos secundarias con mediciones de variables de la propia central de

emergencias, hospitalarias y climáticas.

Todos los datos a evaluar provinieron de bases de datos secundarias

administrativas de alta calidad y del repositorio de datos de la Historia Clínica

Electrónica (HCE) que contiene toda la información médica de cada paciente

del sistema de salud del hospital correspondiente a todos los ámbitos de

atención.

Se utilizó un grupo de generación de días y otro grupo de días de validación

interna como se describe en el apartado de plan de análisis estadístico.

Adicionalmente se realizó una validación externa utilizando datos de HIBAC

(validación externa temporal) y de HIBA San Justo (validación externa otro

centro) entre 1 de enero de 2019 y el 31 de diciembre de 2019.

3.2. Ámbito

El HIBAC es un hospital universitario de alta complejidad de la Ciudad

Autónoma de Buenos Aires. Cuenta con 750 camas (200 destinadas a

cuidados críticos) que se ocupan con pacientes provenientes de la central de

emergencias en un 55%. Se realizan aproximadamente 2,9 millones de

consultas ambulatorias programadas anuales, y posee un sistema prepago

propio de alrededor de 180.000 afiliados. Gestiona 46.000 egresos y realiza

48.500 procedimientos quirúrgicos en sus 41 quirófanos.
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En la CEA del HIBAC se atienden aproximadamente 500 consultas diarias.

Posee 23 puestos de atención para pacientes que arriban por sus propios

medios y 30 camas de observación - internación que atienden todo el espectro

de complejidad y especialidades. Aproximadamente el 6% de los pacientes que

se atienden se internan. Dado el sistema cerrado de prepaga, el 80% de las

ambulancias que llegan a la CEA no es derivable a otra CEA externa a la red

de atención del HIBA.

El registro de la atención en todos los ámbitos correspondientes al sistema de

salud del HIBA se centraliza en una HCE única. Toda la información clínica con

registro horario de los pacientes atendidos (como, por ejemplo, diagnósticos,

laboratorios, estudios complementarios, evoluciones de consultas ambulatorias,

consultas en guardia, internaciones, atenciones no programadas) y

administrativa (indicaciones médicas, consumos de farmacia y otros) es

recolectada y almacenada en un único repositorio de datos accesible a través

de la historia clínica electrónica, que funciona hace más de 15 años. Otra

información de la cohorte fue recolectada desde bases de datos secundarias

administrativas de alta calidad correspondientes al sistema de atención del

HIBA.

3.3. Población

3.3.1. Criterios de inclusión y criterios de exclusión

A los fines de este estudio, se incluyeron la totalidad de los días del período 1

de junio de 2016 a 31 de mayo de 2018 para la generación y validación interna

de los modelos predictivos. Para la validación externa se incluyeron la totalidad

de los días consecutivos entre el 1 de enero de 2019 al 31 de diciembre de

2019.
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3.3.2. Unidad de análisis

Se utilizó toda la información correspondiente a cada hora de atención de la

CEA en el período de estudio, incluyendo la totalidad de las horas

comprendidas en el período de análisis (ejemplo: un año contiene 365 días por

24 horas = 8.760 horas). La unidad de análisis fue el día de la CEA dentro del

período del estudio.

El periodo utilizado para la generación de los modelos es de 2 años

correspondiente a 730 días, por lo cual consideramos que es lo suficientemente

largo como para representar apropiadamente el fenómeno durante un periodo

apropiado de estabilidad estructural y administrativa de la CEA donde se

realizó el estudio.

3.4. Variables y definiciones

Se presenta a continuación un breve detalle de las definiciones de las variables

seleccionadas para la evaluación de la congestión de la guardia y de los

factores asociados a congestión para la construcción y validación de modelos

predictivos. Los detalles de la operacionalización completa de cada variable se

presentan como material adicional online en el siguiente link:

https://docs.google.com/document/d/1S_D_Iyqgxr2EIi53gLzuePBC4Px7SBByG

tmZECEmno4/edit?usp=sharing.

3.4.1. Variable de resultado

Se estimó el valor de NEDOCS como variable continua de manera horaria para

todo el periodo del estudio. En el apartado siguiente se describe el cálculo de

NEDOCS horario para todo el periodo del estudio (ver Cálculo de NEDOCS a

continuación). Debido a que la medición de NEDOCS es horaria, es necesario

utilizar esta información para definir una variable de resultado principal

agregada a nivel del día, que sea fácil de interpretar y tenga sentido
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significativo para la gestión. Si bien existen modelos predictivos que consideran

la hora como unidad de análisis, en nuestra opinión, esto carece de utilidad

desde el punto de vista de la gestión de las centrales de emergencia.

La variable resultado principal fue la presencia o no de un día que contuviera o

diera inicio a una sucesión de 8 o más horas con NEDOCS superior a 180.

Como los puntajes mayores a 180 se codifican usando el color negro como se

muestra en la figura 1 y 8 horas de color negro se visualizan como un tren de 8

vagones en los mapas de calor que permiten una buena visualización de estos

datos, denominamos 8 horas consecutivas con un valor de NEDOCS superior a

180 como un “tren negro” (trennegro). Utilizamos 8 hs debido a que los turnos

de enfermería en nuestro medio son de 8 horas y porque impresiona una

magnitud de overcrowding que a nuestra opinión es muy significativa. Esta

forma de representar el OC fue diseñada y consensuada por nuestro equipo de

investigadores para representar un grado de OC que requiera acciones de

gestión inmediatas.

Se evaluaron diferentes alternativas como potenciales variables de resultado.

Como por ejemplo el promedio de NEDOCS del día [108] o el valor de

NEDOCS en la próxima hora [95,109] que podrían no tener una interpretación

tan simple ni una utilidad tan clara con el fin de administrar y gestionar. En la

literatura existe inconsistencia y no se propone una forma única para

representar este grado de OC en un determinado día, no existiendo consenso

al respecto. Nuestra propuesta describe una situación donde es claro que se

necesita modificar el recurso humano para hacerle frente. Desde este punto de

vista, nuestra propuesta aparenta ser útil para la gestión.

Debido a la ausencia de consenso sobre la mejor forma de representar un día

de OC en la CEA, pedimos la opinión por email sobre nuestra propuesta de

definición de evento primario a autoridades científicas reconocidas con

trayectoria en investigación sobre el tema, como aproximación inicial a la

validez aparente. Sus respuestas estan disponibles en el siguiente link

https://docs.google.com/document/d/1LTl7gTKvnvqNHlwIQvAK8vnCw8yqG4t_
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C4fqe_vKAjA/edit?usp=sharing. Todos coincidieron en que el outcome

seleccionado es un outcome que requiere acciones de gestión, se trata de un

evento significativo y tiene mucha relevancia clínica. En ausencia de evidencia

adicional, interpretamos estas opiniones como evidencia inicial grosera de

validez aparente del outcome seleccionado.

Las variables de resultado secundarias fueron el inicio de trennegro y fin de

trennegro para la evaluación de los objetivos secundarios. Se definió inicio de

trennegro como el primer día de un trennegro de varios días consecutivos,

comparado con los días sin trennegro. En esta variable, sólo se consideró el

primer día de trennegro, los subsiguientes días de trennegro no se

consideraron para el análisis. Se definió fin de trennegro como el primer día sin

trennegro luego de al menos un dia con trennegro comparado con los días de

trennegro. Los subsiguientes días sin trennegro no se consideraron para el

análisis.
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Figura 1. En la figura se muestra como se utilizó el valor de NEDOCS horario

para la construcción de las variables de resultado principal (días de trennegro)

y secundarias (inicio de trennegro y fin de trennegro). En la columna valor de

NEDOCS horario, cada cuadradito representa una hora ordenada en orden

descendente correspondiente a un fragmento de un dia. Los colores de cada

hora corresponden a las categorías de NEDOCS, de acuerdo a la descripción

que presentamos más adelante. En la columna días de trennegro, cada

cuadradito más grande representa un día, ordenados en orden descendente.

Los blancos no tienen trennegro, los negros contienen trennegro.

Para el análisis exploratorio de series temporales, se agregaron los valores de

NEDOCS horario en el día, utilizando el promedio de NEDOCS diario como

variable de resultado. Esto corresponde de manera similar a la propuesta de

Bair y col. [108], con la diferencia que ellos promediaron 12 mediciones diarias
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y nosotros 24. Si bien es más fácil de calcular, es más difícil de interpretar los

resultados en términos de la forma en que el promedio representa un evento

significativo para la gestión de la central de emergencia.

3.4.1.1. Cálculo de NEDOCS

Como medida de OC se utilizó la escala de NEDOCS. Esta herramienta es un

instrumento de 5 variables que fue desarrollado en 8 servicios de urgencias de

instituciones académicas, y luego validado contra la medición de la congestión

desde el punto de vista de la carga asistencial del personal médico y de

enfermería. NEDOCS es una variable cuantitativa que permite clasificar los

resultados en seis categorías de congestión de la CEA: (1) menor a 20: no

ocupado (not busy), habitualmente codificado usando el color blanco; (2)

21-60: ocupado (busy), verde; (3) 61-100: muy ocupado (extremely busy),

amarillo; (4) 101-140: hacinamiento (overcrowded), naranja; (5) 141-180:

peligroso (severely overcrowded), rojo; (6) mayor a 180: desastre (dangerously

overcrowded), negro.

Figura 2. Categorías de NEDOCS de acuerdo con el valor de la escala, donde

se observa la definición de cada categoría y el color con el que se presenta en

toda la tesis.

Existe variabilidad en cómo se traducen o interpretan las diferentes categorías

de NEDOCS en la literatura. Por ejemplo, la categoría más alta o negra de

NEDOCS recibe diferentes descripciones en inglés, por ejemplo, se llama
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“Dangerously OverCrowded” en Estimating the Degree of Emergency

Department Overcrowding in Academic Medical Centers: Results of the

National ED Overcrowding Study (NEDOCS) [110] y en The Impact of Inpatient

Boarding on ED Efficiency: A Discrete-Event Simulation Study [108], y

“Disaster” en Measuring Emergency Department Crowding in an Inner City

Hospital in The Netherlands [111] y en Forecasting the Potential for Emergency

Department Overcrowding [74]. En publicaciones previas de nuestro grupo de

investigación utilizamos la misma traducción de las categorías expresada en

esta tesis, como en Descripción de las características del fenómeno Crowding

en la Central de Emergencia de Adultos, en un hospital universitario de alta

complejidad: estudio de cohorte retrospectiva [77].

A su vez, en nuestra opinión, la situación descripta por una escala de NEDOCS

mayor a 180 corresponde con la definición de “desastre” en la Real Academia

Española: "Desgracia grande, suceso infeliz y lamentable" o "Cosa de calidad,

resultado, organización, aspecto u otras características muy malos". A nuestro

parecer da la connotación apropiada correspondiente a la definición de

“desastre” en el lenguaje sanitario: “Un desastre es una interrupción grave que

ocurre durante un período de tiempo corto o largo que causa una pérdida

humana, material, económica o ambiental generalizada que excede la

capacidad de la comunidad o sociedad afectada para hacer frente al uso de

sus propios recursos” [112]. Según la WHO, se define “Disaster” como “1. Una

interrupción grave del funcionamiento de una comunidad o una sociedad que

causa pérdidas humanas, materiales, económicas o medioambientales

generalizadas que exceden la capacidad de la comunidad o sociedad afectada

para hacer frente al uso de sus propios recursos (ISDR). 2. Situación o evento,

que abruma la capacidad local, lo que requiere una solicitud de asistencia

externa a nivel nacional o internacional (CRED). 3. Un término que describe un

evento que puede definirse espacial y geográficamente, pero que exige

observación para producir evidencia. Implica la interacción de un estresor

externo con una comunidad humana y conlleva el concepto implícito de no

manejabilidad” [113].
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Elegimos los nombres de las categorías seleccionadas para la traducción de

las categorías en inglés según el puntaje de NEDOCS. Es nuestra intención

desnaturalizar la ocurrencia de las categorías más altas de NEDOCS ya que

representan una situación inusual en la que se ven implicadas las centrales de

emergencia y los hospitales en nuestro medio con alta frecuencia y darle la

connotación potencialmente peligrosa que en nuestra opinión verdaderamente

representa.

El puntaje de NEDOCS se calcula usando la siguiente ecuación:

NEDOCS = -20 + 85,8 * (A1 / A2) + 600 * (B1 / B2) + 5,64 * C + 0,93 * D + 13,4 * E

donde:

A1 es el total de pacientes en la CEA; A2 es el número total de camas

disponibles en la CEA; B1 es el número de pacientes internados en la CEA; B2

es la cantidad total de camas disponibles del hospital; C es el tiempo en horas

que esperó para ser atendido desde que se anotó el paciente que más esperó;

D es el tiempo en horas del paciente que más esperó para ser trasladado a

internación; E es el número de pacientes que están intubados y ventilados en

asistencia respiratoria mecánica (ARM) en la CEA.

Los números por los cuales se multiplica cada variable representan el peso que

tiene cada una en la construcción del puntaje de NEDOCS final. Fueron

estimados en el artículo original de construcción de NEDOCS en base a los

coeficientes del modelo de regresión lineal de efectos mixtos (con ordenada al

origen aleatoria por centro participante) utilizado para explicar el OC de

acuerdo a la opinión de los profesionales de la salud (enfermeras y médicos de

emergencia). El término independiente “-20” representa la ordenada al origen y

el resto de los números son los coeficientes de cada una de las variables

individuales ajustadas por el resto de las variables en el modelo.

Se utilizó la información obtenida de los registros electrónicos del HIBAC para

extraer las variables A a E de cada hora. Se calculó NEDOCS de cada hora

durante el período completo del estudio.
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El NEDOCS horario durante el periodo del estudio se presenta en un gráfico de

contornos con los resultados, siguiendo la metodología desarrollada por

nuestro grupo investigador en publicaciones previas [77]. Los gráficos de

contornos se utilizan habitualmente para describir profundidad en 2

dimensiones espaciales, con diferentes colores o densidades como 3er

dimensión. Se consideraron las 168 h de la semana (24 h por 7 días) en el eje

y, segmentadas cada 24 h, iniciando en la primera hora del lunes. En el eje x se

representaron todas las semanas del periodo en el que se estimó el NEDOCS

horario (130 semanas). El color representa el valor de NEDOCS para cada

hora representada. En el anexo disponible online del artículo Descripción de las

características del fenómeno Crowding en la Central de Emergencia de

Adultos, en un hospital universitario de alta complejidad: estudio de cohorte

retrospectiva [77], se presenta información adicional para la interpretación de

los patrones observados en el mosaico o gráfico de contornos [77].

3.4.2. Variables explicativas

Se utilizaron las mismas definiciones de las variables explicativas para la

generación, validación interna y validación externa.

Las variables explicativas, se agruparon por dominios. Las definiciones de los

dominios son orientativas de las variables que contienen. Si bien el dominio

seleccionado para algunas variables aparenta no ser perfecto, este

agrupamiento no tiene otra pretensión que ordenar la presentación y el análisis.

Los dominios y variables seleccionadas fueron las siguientes:

Variables de características administrativas del día

1. Día de la semana: domingo, lunes, martes, miércoles, jueves, viernes y

sábado. Con sus respectivas variables indicadoras.

2. Día no laborable: sí o no.

3. Día posterior a fin de semana largo: sí o no.

4. Día previo a fin de semana largo: sí o no.
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5. Día posterior a feriado corto: sí o no.

6. Día previo a feriado corto: sí o no.

7. Día incluido en las vacaciones escolares de invierno: sí o no.

8. Día incluido en las vacaciones escolares de invierno o de verano: sí o

no.

Variables meteorológicas (fuente Servicio Meteorológico Nacional, Buenos

Aires Observatorio para HIBAC y Morón Aero para HIBA San Justo)

9. Humedad: la humedad relativa ambiente promedio del día analizado

medida en %.

10.Presión atmosférica: la presión atmosférica promedio del día analizado

medida en hPa.

11. Temperatura mínima: la temperatura mínima del día analizado medida

en °C.

12.Temperatura máxima: la temperatura máxima del día analizado medida

en °C.

13.Día frío: el hecho de que en el día analizado la temperatura mínima haya

sido menor o igual a 8°C y la temperatura máxima menor o igual 15°C: sí

o no.

14.Día caluroso: el hecho de que en el día analizado la temperatura mínima

haya sido mayor o igual a 23°C y la temperatura máxima mayor o igual a

30°C: sí o no.

15.Precipitaciones: la cantidad de lluvia caída en el día analizado medida

en mm de agua.

16.Lluvia: la presencia o no de lluvia en el día analizado: sí o no.

Variables relacionadas a los pacientes que concurren a la CEA

17.Edad de los pacientes: promedio de edad de los pacientes que

concurrieron a la guardia el día previo al analizado.
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18.Porcentaje de enfermedad tipo influenza (ETI): porcentaje de pacientes

con ETI sobre el total de pacientes que concurren a la guardia el día del

análisis.

19.Porcentaje de ETI (enfermedad tipo influenza) previo: porcentaje de

pacientes con ETI sobre el total de pacientes que concurren a la guardia,

el día previo al del análisis.

20.Triage verde: porcentaje de pacientes categorizados como triage verde

sobre el total de pacientes que concurrieron a la guardia el día previo al

analizado.

21.Triage amarillo: porcentaje de pacientes categorizados como triage

amarillo sobre el total de pacientes que concurrieron a la guardia el día

previo al analizado.

22.Triage rojo: porcentaje de pacientes categorizados como triage rojo

sobre el total de pacientes que concurrieron a la guardia el día previo al

analizado.

23.Triage blanco: porcentaje de pacientes categorizados como triage blanco

sobre el total de pacientes que concurrieron a la guardia el día previo al

analizado.

24.Triage azul: porcentaje de pacientes categorizados como triage azul

sobre el total de pacientes que concurrieron a la guardia el día previo al

analizado.

25.Triage blanco-azul: porcentaje de pacientes categorizados como triage

blanco o azul sobre el total de pacientes que concurrieron a la guardia el

día previo al analizado.

Variables relacionadas al personal que desempeña en la CEA y en el

hospital

25.Experiencia de la residencia en días: días contados desde el 1 de junio

al 31 de mayo.

26.Experiencia de la residencia en meses: meses contados desde junio
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hasta mayo.

27.Ausentismo administrativo de la CEA: porcentaje de ausentismo del

personal administrativo programado de la CEA en el día del análisis.

28.Ausentismo enfermería de la CEA: porcentaje de ausentismo del

personal de enfermería  programado de la CEA en el día del análisis.

29.Ausentismo administrativo del hospital: porcentaje de ausentismo del

personal administrativo del hospital en el día del análisis.

30.Ausentismo enfermería del hospital: porcentaje de ausentismo del

personal de enfermería  programado del hospital en el día del análisis.

31.Semana del congreso de clínica médica: día perteneciente a la semana

de realización del congreso de clínica médica: sí o no.

32.Semana previa del congreso de clínica médica: día perteneciente a la

semana previa a la de la realización del congreso de clínica médica: sí o

no.

33.Semana posterior del congreso de clínica médica: día perteneciente a la

semana posterior a la de la realización del congreso de clínica médica:

sí o no.

34.Semana del congreso de cirugía general: día perteneciente a la semana

de realización del congreso de cirugía general: sí o no.

35.Semana previa del congreso de cirugía general: día perteneciente a la

semana previa a la de la realización del congreso de cirugía general: sí

o no.

36.Semana posterior a la del congreso del congreso de cirugía general: día

perteneciente a la semana posterior a la de la realización del congreso

de cirugía general: sí o no.

37.Semana del congreso de ortopedia: día perteneciente a la semana de

realización del congreso de ortopedia: sí o no.

38.Semana previa del congreso de ortopedia: día perteneciente a la

semana previa a la de la  realización del congreso de ortopedia: sí o no.

39.Semana posterior a la del congreso de ortopedia: día perteneciente a la

semana posterior a la de la realización del congreso de ortopedia: sí o

no.
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40.Semana del congreso de anestesia: día perteneciente a la semana de

realización del congreso de anestesia: sí o no.

41.Semana previa del congreso de anestesia: día perteneciente a la

semana previa a la de la realización del congreso de anestesia: sí o no.

42.Semana posterior a la del congreso de anestesia: día perteneciente a la

semana posterior a la de la realización del congreso de anestesia: sí o

no.

Variables relacionadas con la ocupación y el flujo de pacientes internados

43.Promedio estadía hospitalaria: promedio de los días que llevan

internados los pacientes que están ingresados en el hospital el día

previo al día analizado.

44.Porcentaje de pacientes internados que superen el cuarto cuartil de

estadía (estadiamayorQ3): porcentaje de pacientes internados en sala

general el día previo cuya estadía supere el percentil 75 calculado con

las estadías promedio de los dos años previos.

45.Ocupación hospitalaria del día previo: porcentaje de ocupación de las

camas de adultos el día previo al análisis.

46.Ocupación de área cerrada del día previo: porcentaje de ocupación de

las camas de las áreas cerradas de adultos del día previo al del análisis.

47.Cirugías programadas: número total de cirugías programadas en el

quirófano central del hospital en el día del análisis.

Variables relacionadas con el congestionamiento de la guardia del día

previo

48.NEDOCS del día previo: promedio del score de NEDOCS de las horas

del día previo.

49.Porcentaje de horas NEDOCS negras del día previo: porcentaje de

horas del día previo que tuvieron un score de NEDOCS  mayor a 180.
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50.Porcentaje de horas NEDOCS negras y rojas del día previo: porcentaje

de horas del día previo que tuvieron un score de NEDOCS mayor a 140.

51.LWOS: (pacientes que se retiran sin ser vistos por sus siglas en inglés

Leave Without Seen): medido en porcentaje de los pacientes que se

retiran luego de haber sido registrados para atenderse en guardia y que

se retiran sin tomar contacto con un médico el día del análisis.

52. LWOS previo: medido en porcentaje de los pacientes que se retiran

luego de haber sido registrados para atenderse en guardia y que se

retiran sin tomar contacto con un médico el día previo al del análisis.

3.5. Consideraciones estadísticas

3.5.1. Muestreo y cálculo muestral

Se llevó a cabo un muestreo consecutivo. Es decir, se incluyó la totalidad de los

días del periodo del estudio.

Siguiendo la aproximación simplificada propuesta para la construcción de

modelos predictivos, para construir un modelo predictivo con aproximadamente

5 parámetros se requieren aproximadamente 10 eventos de trennegro por

variable incluida en el modelo [114]. Considerando esto para el modelo

predictivo de trennegro correspondiente al objetivo principal de esta tesis, se

requerirían 50 eventos de trennegro. Durante el periodo del estudio se

detectaron 97 días de trennegro por lo cual consideramos que el poder fue

suficiente para la construcción de modelos predictivos de no más de 6 a 7

variables.
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Debido a que el tamaño muestral finalmente es fijo y que los cambios de

estructura y funcionamiento de la guardia no permitieron ampliar el periodo del

estudio en el pasado, se decidió dividir la muestra de generación y validación

en 2/3 y 1/3 respectivamente. No se realizó un cálculo muestral adicional para

la validación interna, aunque es claro que el tamaño muestral podría ser

insuficiente debido a la relativa baja frecuencia de los días de trennegro.

Debido a esta dificultad con el tamaño muestral de validación, se decidió

incorporar adicionalmente validación interna por bootstrapping. No se realizó

tampoco cálculo muestral adicional para la validación externa que considero un

año entero (2019) tanto en el HIBAC como en la sede San Justo.

3.5.2. Análisis estadístico

La unidad de análisis fue cada día dentro de los dos periodos del estudio. Se

dividió la muestra de los días entre el 1 de junio de 2016 al 31 de mayo de

2018 aleatoriamente en un grupo de días generación (2/3 de la muestra) y un

grupo de días validación interna (1/3 de la muestra). Se utilizó la totalidad de la

muestra de los días consecutivos entre el 1 de enero de 2019 al 31 de

diciembre de 2019 para la validación externa.

Se presentan las variables cuantitativas como media y desvío estándar (DE) o

mediana e intervalo intercuartil (IIC, percentil 25% - percentil 75%) según

distribución observada. Se presentan las variables categóricas como frecuencia

absoluta y frecuencia relativa en porcentaje.

Como se mencionó previamente, el NEDOCS calculado horario se presenta

con un gráfico de contornos que muestra la totalidad de las horas evaluadas en

el periodo (gráfico 5) [77,115]. Cada cuadrado del gráfico representa una hora.

La altura equivale a 1 hora de la semana y el ancho a una semana específica

dentro del periodo del estudio, es decir cada cuadrado representa una hora de

una semana específica. En el eje y se observan todas las horas de una

semana ordenadas desde abajo hacia arriba de lunes a domingo. Cada
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columna empieza en la primera hora del lunes en la base y termina en la última

hora del domingo, representando de esta manera una semana entera. El

gráfico marca adicionalmente cada día de la semana para facilitar su lectura.

En el eje x se presentan todas las semanas del periodo, desde la primera

semana hasta la última, en orden creciente. Los colores representan las

diferentes categorías de ocupación de la guardia de acuerdo con el valor de la

escala de NEDOCS de blanco, verde, amarillo, naranja, rojo y negro según se

definieron previamente junto con la descripcion del calculo de NEDOCS. El

mosaico permite presentar simultáneamente los valores de NEDOCS de

manera ordenada en el tiempo, facilitando su comparación entre días y horas

adyacentes. De esta manera evidencia patrones que podrían pasar

desapercibidos en otras formas de presentación gráfica.

Utilizando todos los días se evaluó la asociación bivariada entre cada factor y la

presencia o no de trennegro. Utilizando un modelo de regresión logística

marginal se estimaron los OR para trennegro con sus intervalos de confianza

de 95% (IC95%).

Se utilizó un modelo de regresión logística multivariado para la generación de

modelos predictivos de trennegro sólo con el grupo de días de generación. Se

incorporaron al modelo las variables significativas en el análisis bivariado y

aquellas consideradas de relevancia aunque no fueran significativas en el

análisis bivariado de acuerdo a su relevancia en sentido administrativo o de

gestión. Se consideraron como estadísticamente significativas las asociaciones

bivariadas con p valores menores a 0,1. Se evaluó la presencia de interacción

con la generación de términos de interacción. El testeo de colinealidad se

presenta en la tabla a1 del anexo II y los términos de interacción evaluados se

presentan en la tabla a2 del anexo II.

Se consideró en todos los modelos generados, la factibilidad de la medición de

las variables explicativas, y el sentido e importancia clínica, administrativa y de

gestión de las variables incluidas en cada modelo. Se compararon los distintos

modelos utilizando el Criterio de Información de Akaike (AIC) y el área bajo la
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curvas ROC (Receiver Operating Characteristic, o Característica Operativa del

Receptor) para los valores predichos calculado por el modelo predictivo

estimado. Se seleccionó el modelo con menor AIC y mayor área bajo la curva

ROC.

Se validó el modelo predictivo seleccionado utilizando 3 estrategias: 1. División

de la muestra original en dos grupos aleatoriamente con un grupo de 2/3 de los

días de generación (validez aparente) y un grupo de 1/3 de los días de

validación; 2. Remuestreo o Bootstrapping; y 3. Validación externa utilizando

HIBAC 2019 (validación externa temporal) y HIBA San Justo 2019 (validación

externa en otro centro) [116]. Con todas las estrategias de validación, se validó

el modelo siguiendo la metodología propuesta por Steyerberg y Vergouwe

[117].

En la validacion por division de la muestra original y la validacion externa, se

estimó la calibración y discriminación del modelo. Para evaluar la calibración

del modelo predictivo de trennegro, se compararon los valores predichos por el

modelo con los observados. Se separaron las observaciones por la

probabilidad predicha por el modelo en decilos. Se presentaron las

probabilidades observadas y las estimadas por el modelo predictivo para cada

decilo, separadas en los grupos de días de generación (calibración aparente) y

en el grupo de días de validación interna y externa. Para evaluar la

discriminación del modelo predictivo de trennegro, se utilizó el área bajo la

curva ROC estimada o estadístico C en el grupo de dias de generación

(discriminacion parente) y en el grupo de días de validación interna y externa.

Se presentan las áreas bajo la curva con sus IC 95%.

Debido al potencial riesgo de sobreajuste, se repitieron las estimaciones de

validación interna utilizando bootstrapping con 200 repeticiones. Se estimó el

optimismo del modelo y el factor de ajuste o corrección (shrinkage factor -

pendiente de la curva de calibración) adicional [117–119]. El sobreajuste de los

modelos predictivos genera optimismo en las predicciones. El optimismo del

modelo implica que la validez aparente del modelo es mejor que la
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performance con nuevas observaciones. Se presentan los estimadores de

calibración y discriminación ajustados por optimismo [120]. Para la validación

por bootstrapping se utilizó el comando de STATA generado por usuario

bsvalidation [119]. A su vez, se evaluó la fiabilidad de la selección de las

variables incluidas en el modelo.

Utilizando los valores predichos por el modelo seleccionado, se estimó la

sensibilidad (S), especificidad (E), valor predictivo positivo (VPP) y valor

predictivo negativo (VPN) con sus respectivos IC95%. Se seleccionó el menor

punto de corte con mayor valor predictivo positivo, ya que se planea utilizar el

modelo para anticipar la ocurrencia de trennegro en la CEA.

Debido a su importancia en la gestión, se incorporó adicionalmente el estudio

de los dos variables de resultado secundarias inicio y fin de trennegro. Se

repitió la misma metodología descrita para trennegro con las variables de

resultado secundarias inicio de trennegro y fin de trennegro, como análisis

adicionales exploratorios.

3.5.2.1. Análisis de series temporales

Para la generación de los modelos de regresión predictivos de series

temporales, se utilizó el día como unidad de análisis. Se utilizaron para la

generación los días entre 1/6/2016 y el 31/3/2018. Se utilizaron para la

validación los días entre 1/4/2018 y el 31/5/2018. La variable de respuesta en

este caso fue el promedio diario del valor de salida de NEDOCS crudo horario.

Debido a que es una función suavizada por la forma de construcción, no se

realizaron transformaciones ni suavizados de la variable de resultado.

Se describen a continuación los métodos estadísticos para explorar potenciales

modelos predictivos autorregresivos que consideran la información del

comportamiento del promedio de NEDOCS diario. Este análisis exploratorio se

propone debido a que es robusto a la violación del supuesto de independencia

entre las unidades de observación y a que utiliza toda la información más
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granular al considerar un valor promedio de NEDOCS en lugar de la definición

de trennegro.

Se evaluó la presencia de estacionalidad con gráficos de NEDOCS en función

del tiempo y los patrones de los correlogramas. Se estimaron los correlogramas

para evaluar la función de autocorrelación y los correlogramas parciales para

evaluar la función de autocorrelación parcial. Se utilizó el test de raíz unitaria de

Duckey-Fuller, el test de Phillip-Perron, y el test de Dickey-Fuller para raíz

unitaria con regresión de cuadrados mínimos para evaluar la presencia de

estacionalidad [121].

Se utilizaron modelos ARIMA, SARIMA (incorpora componente estacional) y

SARIMAX (incorpora covariables adicionales) y se siguieron los 4 pasos

propuestos por Box y Jenkins [122,123]. Se identificaron los componentes de

autorregresión y media móvil utilizando el correlograma parcial y el

correlograma. Para la identificación del orden autorregresivo (ar, parámetro p)

se utilizó el correlograma parcial. Para la identificación del orden de media

móvil (ma, parámetro q) se utilizó el correlograma. En ambos casos para definir

el orden de ambos parámetros ar y ma, se identifica el último orden por fuera

del área gris definida por los límites de confianza de no efecto de los lags de

tiempo en el correlograma parcial y el correlograma respectivamente.

Se compararon los modelos alternativos autorregresivos utilizando: la mayor

cantidad de coeficientes significativos; b. el menor criterio de información de

Akaike y Bayesiano; c. la menor volatilidad (sigma) [124]; d. y el mayor

estadístico log likelihood [125]. Se evaluó el diagnóstico del modelo con los

residuos en función de los lags de tiempo. Se evaluó si el modelo predictivo

seleccionado resuelve la autocorrelación con el correlograma y correlograma

parcial. En este caso, se considera aceptable si todas las estimaciones se

encuentran dentro del área gris definida por los intervalos de confianza del no

efecto de los lags de tiempo.

Se estimaron los valores de NEDOCS predichos por el modelo. Se compararon

los valores de NEDOCS observados en el grupo de días de validación con los
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predichos. Se compararon adicionalmente las categorías de NEDOCS

observadas y predichas por el modelo.

3.5.2.2. Significancia estadística y software estadístico

Con excepción del límite de significancia estadística para la inclusión de los

factores en los modelos predictivos, se consideraron como estadísticamente

significativas las probabilidades menores a 0,05. El análisis estadístico se

realizó utilizando el software STATA versión 15.1 (Texas USA).

3.6. Consideraciones éticas

El estudio se llevó a cabo en total acuerdo con la normativa nacional e

internacional vigente: Declaración de Helsinki de la Asociación Médica Mundial,

Disposición 6677/10 de ANMAT, Resolución Ministerial 1480/2011 Guía Para

Investigaciones con Seres Humanos y las Normas de Buenas Prácticas

Clínicas ICH E6.

Todos los datos correspondientes fueron tratados con máxima confidencialidad

de manera anónima y no identificada, con acceso restringido sólo para el

investigador principal a los fines del estudio de acuerdo con la normativa legal

vigente Ley Nacional de Protección de Datos Personales 25.326 (Ley de

Habeas data).

El protocolo fue evaluado y aprobado por el Comité de Ética de Protocolos de

Investigación Institucional del Hospital Italiano de Buenos Aires (CEPI).
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3.7. Publicaciones previas, financiamiento y conflictos de interés

El contenido de esta tesis es inédito y no fue publicado ni difundido

previamente. El estudio fue financiado por el autor, y el Área de Investigación

en Medicina Interna del Servicio de Clínica Médica del HIBA. Adicionalmente

este proyecto ganó la Beca de Investigación AMPHI, 2do llamado 2018.

Como autor de esta tesis, declaro no presentar conflictos de interés con

respecto a los objetivos planteados en esta tesis. A su vez no recibo

financiamiento adicional, ni ningún equivalente no declarado para la realización

de este estudio. No presento ninguna influencia en la libre decisión de

planificación, conducción, análisis o reporte de este estudio y sus resultados

que pudiera interpretarse como un conflicto de interés.
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4. Resultados

Durante el período del estudio de 2 años entre el 1 de junio de 2016 y el 31 de

mayo de 2018 se incluyeron 731 días de la CEA del HIBA con sus 17354 horas

correspondientes. Para el análisis de regresión principal, el grupo de

generación incluyó 487 días (66,62%) y el grupo de validación 244 días

(33,38%). El flujo del estudio se muestra en el figura 3.

4.1. Construcción de NEDOCS horario

En este apartado, se describe la distribución de las variables con las que se

construye la medición de NEDOCS horaria que se utilizó para generar la

variable de resultado para todos los objetivos de esta tesis durante el periodo

utilizado para generar los modelos predictivos. Se presentan las fluctuaciones

en el tiempo de estas variables, y se menciona cómo se utilizó esta información

para detectar potenciales errores. Por último se presentan las mediciones de

NEDOCS calculadas horariamente con las variables corregidas y se describen

los patrones observados.

El promedio del total de pacientes en la CEA en una hora determinada fue de

33,27 (DE 12,07); el promedio del número total de camas disponibles/puestos

de atención en la CEA en una hora determinada fue de 42,01 (DE 4,01); la

mediana de pacientes internados en la CEA en una hora determinada fue de 12

(IIC 7 - 17); el promedio del número de camas de adultos disponibles del

hospital fue de 601,83 (DE 1,87); la mediana de tiempo que esperó para ser

atendido desde que se anotó el paciente que más esperó por cada hora (en

minutos) fue de 25 minutos (IIC 11 - 51); la mediana de tiempo del paciente que

más esperó para ser trasladado a internación analizado en cada hora fue de

32,47 horas (IIC 18,8 - 51,6); la mediana del número de pacientes que están

ventilados en ARM en la CEA fue de 1 (IIC 0 - 1). Las mismas hablan de una

CEA con gran cantidad de pacientes simultáneos, de características
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heterogéneas, en un hospital de alrededor de 600 camas.

Las variables utilizadas para el cálculo de NEDOCS horarios se exploraron

visualmente con gráficos en función del tiempo para detectar potenciales

errores (gráficos 1 a 4). El gráfico 1 muestra el tiempo del último paciente, el

gráfico 2 muestra el mayor tiempo de espera en el periodo del estudio. En el

gráfico 3 se presentan los pacientes con ARM en CEA. Finalmente en el gráfico

4 se muestra los internados en CEA. Todos los gráficos presentados

corresponden a los gráficos finales depurados de los errores detectados.

Las horas con score NEDOCS correspondientes a cada categoría fueron:

blanco 246 horas (1,12%), verde 3065 horas (14%), amarillo 6627 horas

(30,28%), naranja 6492 horas (29,66%), rojo 3626 horas (16,57%) y negro

1833 horas (8,37%).

El mosaico presentado en el gráfico 5, representa un gráfico de contornos que

muestra la totalidad de las horas evaluadas en el periodo donde se observan

los patrones de fluctuaciones de las categorías de OC distribuidas en el tiempo.

El gráfico evidencia que:

1. Los cambios en el OC son graduales entre horas consecutivas, pasando

entre estados sin saltear los niveles intermedios.

2. Existe un patrón de comportamiento homogéneo en días de la semana y

horas del día que se sostiene en el tiempo. Se observa diariamente

mayor OC a la tarde para todos los días, con una disminución del OC en

las mañanas. Los días domingos y hasta la mañana del lunes parecieran

ser los momentos de menor OC durante todo el periodo analizado. Los

dos períodos invernales analizados muestran mayor OC.

3. Es posible identificar periodos más prolongados que días u horas de la

semana que representan momentos de mayor o menor OC homogéneo.

Como por ejemplo las primeras semanas de 2016 o las primeras

semanas de 2017 representan momentos de bajo OC, mientras que la

mitad de 2017 representa un periodo de mayor OC homogéneo.
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4.2. Descripción variables explicativas para trennegro

En este apartado se presenta la descripción de cada una de las variables

explicativas que se evaluaron como potenciales candidatos para la

construcción de los modelos predictivos de OC en cada día. Corresponde a la

descripción basal de los días incluidos del primer objetivo primario de la tesis.

Se presentan las descripciones de acuerdo con los dominios de las variables

propuestas en la tabla 1 para todos los días de análisis, el grupo de días de

generación, el grupo de días de validación interna y la comparación entre estos

últimos dos. Si bien se detectaron algunas diferencias estadísticamente

significativas, no se observaron diferencias relevantes entre los días de

generación y los de validación interna.

Con respecto a las variables administrativas, de cada uno de los días de la

semana de lunes a domingos, se incluyeron 104 a 105 días que representaron

aproximadamente el 14% cada uno de ellos. Los días no laborables fueron 237

(32,42%). Los días posteriores al fin de semana largo fueron 20 (2,7%). Los

días previos al fin de semana largo fueron 19 (2,6%). Los días posteriores a un

feriado corto fueron 2 (0,27%). Los días previos a un feriado corto fueron 2

(0,27%). Los días de vacaciones de invierno fueron 32 (4,38%); y los días de

vacaciones de verano fueron 157 (21,47%).

Con respecto a las variables meteorológicas, la media de los promedios de

humedad ambiente diarios fue de 72,04% (DE 12,8%). La media de los

promedios diarios de presión atmosférica fue de 1012,65 hPa (DE 6,03 hPa).

La media de temperatura mínima diaria fue 14,44°C (DE 5,49°C) con máximo

de 27°C y mínimo de 0,5°C. La media de temperatura máxima diaria fue de

23,5°C (DE 6,34°C) con máximo de 38°C y mínimo de 9,6°C. Los días fríos

fueron 47 (6,43%). Los días calurosos fueron 45 (6,16%). La media de

precipitaciones diaria fue 3,42 mm de agua y la mediana fue de 0 con IIC de 0 y

0,3. Los días sin precipitaciones fueron 532 (72,78%).
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Con respecto a las variables que describen características de los pacientes

que concurren a la CEA, la media de los promedios de edad de los pacientes

que concurrieron el día previo fue de 54,06 años (DE 1,37). La mediana del

porcentaje de los pacientes que consultaron el día del análisis con enfermedad

tipo influenza (ETI) fue de 0,5% (IIC 0,2% - 1%). El 5% de los días tuvo más de

2,8% de consultas por ETI, mientras que el 10% de los días tuvo más de 1,9%.

El análisis descriptivo con respecto a ETI del día previo al del análisis fue el

mismo que el día del análisis. El promedio del porcentaje de pacientes con

triage verde diario del día previo fue de 18,93% (DE 2,32%). El promedio de

pacientes con triage amarillo diario del día previo fue de 9,52% (DE 1,75%). La

mediana de triage rojo diario fue de 0 (IIC 0 - 0,2%). El promedio diario de los

triage blanco más azules fue de 70,98% (DE 3,13%). El promedio diario de los

triage azules en época de brote fue de 17,98% (DE 7,83%).

Con respecto a variables vinculadas con el personal hospitalario, el

ausentismo del personal hospitalario durante el período de observación fue tal

como se detalla con sus medianas e IIC: administrativos de la CEA 6,70% (IIC

2,20% - 8,90%); enfermeros de la CEA 7,1% (IIC 4,30% - 10%); administrativos

del hospital 8% (IIC 1% - 10,40%); enfermería del hospital 8,4% (IIC 6% -

10,70%). Con respecto a los congresos de especialidades médicas, durante los

dos años de seguimiento se realizaron dos congresos convocantes de los

profesionales del hospital de cada una de ellas, clínica médica 8 días (1,09%),

cirugía general 9 días (1,23%), ortopedia 10 días (1,37%) y anestesia 6 días

(0,82%). Los días ocupados por uno u otro de alguno de estos congresos

fueron 33 (4,51%).

Con respecto a variables relacionadas con la ocupación y el flujo de

pacientes internados; el promedio en días de la estadía hospitalaria del día

previo fue de 8,2 días (DE 1,23). El promedio del porcentaje de pacientes con

estadía hospitalaria superior al tercer cuartil histórico en el día anterior fue de

22% (DE 4,02%), el cual podría indicar que la disponibilidad práctica de camas

disponibles para evacuar pacientes de la CEA es menor que la declarada en la
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dotación. La mediana de ocupación de la sala general el día previo fue de 89%

(IIC 85,4% - 91,1%); mientras que la mediana de ocupación de las áreas

cerradas del día previo fue de 90,7% (IIC 86,2% - 94,1%), lo cual podría indicar

que el funcionamiento del hospital podría considerarse al límite de su

capacidad. La cantidad diaria de cirugías programadas siguió una distribución

bimodal, con un pico de baja frecuencia correspondiente a los días no

laborables y otro de 40 cirugías por día correspondientes a los días laborales.

El promedio de cirugías programadas de los días laborables fue de 36,42

cirugías por día (DE 9,89).

Por último, con respecto a variables relacionadas con el congestionamiento

de la guardia del día previo; el promedio de score NEDOCS diario de los días

previos fue de 111,75 (DE 47,69), la mediana de los porcentajes de horas con

score NEDOCS mayor a 140 (rojo+negro) en el día previo fue de 8% (IIC 0% -

44%). La mediana de los porcentajes de horas con score NEDOCS mayor a

180 (negro) en el día previo fue de 0% con IIC de 0% y 0%; con percentil 10 de

0% y percentil 90 de 36%. La mediana diaria de porcentaje de pacientes LWOS

en el día del análisis fue de 3,4% (IIC 2,2% - 5%). El análisis descriptivo de

LWOS del día previo al del análisis fue igual.

4.3. Factores asociados a trennegro

En este apartado se presenta la frecuencia de trennegro y luego los resultados

de la evaluación de la asociación de cada una de las potenciales variables

explicativas de trennegro como medida de OC agregada diaria. Este apartado

corresponde al primer paso para generar el modelo predictivo de trennegro

según el primer objetivo principal de la tesis. Se presentarán primero las

variables que aumentan el riesgo de trennegro (es decir, las variables con OR

mayores a 1 correspondientes a coeficientes positivos), luego las que lo

disminuyen el riesgo de trennegro (es decir las variables con OR menores a 1

correspondientes a coeficientes positivos) y por último las que no se asociaron

significativamente a trennegro.
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De los 731 días analizados, 97 (13,27%) fueron clasificados como días de

trennegro. En la tabla 2 se muestran la lista completa de variables evaluadas

agrupadas por dominios y sus OR de asociación con trennegro, con sus

intervalos de confianza 95% y sus p valores.

Las variables que aumentaron el OR de trennegro de manera estadísticamente

significativa en el análisis bivariado fueron, ordenadas de mayor a menor

efecto, fueron las siguientes:

1. La presencia de día frío se correspondió con un OR de 2,73 (IC95% 1,38

- 5,38).

2. Por cada incremento del 1% del porcentaje de consulta por ETI del día

previo al del análisis, el OR fue de 2.13 (IC 95% 1,75 - 2,59).

3. Por cada incremento del 1% del porcentaje de consulta por ETI del día

del análisis, el OR fue de 1,81 (IC95% 1,52 - 2,17).

4. Por cada día de incremento de la estadía hospitalaria del día previo el

OR fue de 1,34 (IC95% 1,13 - 1,59).

5. Por cada incremento del 1% de LWOS del día analizado el OR fue de

1,26 (IC95% 1,16 - 1,38).

6. Por cada incremento del 1% de la ocupación de área cerrada del día

previo el OR fue de 1,26 (IC95% 1,18 - 1,34).

7. Por cada incremento del 1% del porcentaje de horas negras del día

previo el OR fue de 1,23 (IC95% 1,18 - 1,29).

8. Por cada incremento del 1% de la ocupación global del hospital del día

previo el OR fue de 1,17 (IC95% 1,09 - 1,25).

9. Por cada incremento del 1% de LWOS del día previo al del análisis el

OR fue de 1,15 (IC95% 1,05 - 1,26).

10.Por cada incremento de 1 punto del promedio de score NEDOCS horario

del día previo el OR fue de 1,12 (IC95% 1,09 - 1,14).

11. Por cada incremento de 1% del porcentaje de triage blanco-azul del día

anterior, el OR fue de 1,12 (IC95% 1,04 - 1,20).

12.Por cada incremento de 1% de las estadías mayores a Q3 histórico del
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día previo el OR fue de 1,09 (IC95% 1,03 - 1,15).

13.Por cada incremento de 1% del porcentaje de horas negras+rojas del

día previo el OR fue de 1,08 (IC95% 1,06 - 1,09).

14.Por cada incremento de 1 hPa de la presión atmosférica del día en

cuestión el OR fue de 1,05 (IC95% 1,02 - 1,09).

15.Por cada incremento de 1 cirugía programada del día en cuestión el OR

fue de 1,02 (IC95% 1,01 - 1,04).

Si bien no fue estadísticamente significativa, el porcentaje de triage rojo es muy

relevante y su OR por cada aumento de 1% fue de 2,81 (IC95% 0,97 - 8,11).

Las variables que se comportaron como factores protectores para trennegro en

el análisis bivariado, ordenadas de mayor a menor efecto protector fueron:

1. La presencia de vacaciones se correspondió con un OR de 0,10 (IC95%

0,03-0,29).

2. La característica de día no laborable se correspondió con un OR de 0,5

(IC95% 0,30-0,84).

3. Por cada mes de incremento de la experiencia laboral de la residencia

medida el OR fue de 0,80 (IC95% 0,74-0,86).

4. Por cada incremento de 1% del porcentaje de ausencia administrativa de

la CEA el OR fue de 0,86 (IC95 0,81-0,91).

5. Por cada °C de disminución de la temperatura mínima del día el OR fue

de  0,86 (IC95% 0,82-0,90).

6. Por cada incremento de 1% del porcentaje de triage verde del día previo

el OR  fue de 0,87 (IC95 % 0,79-0,95).

7. Por cada °C de aumento de la temperatura máxima del día el OR fue de

0,90 (IC95% 0, 87 - 0, 94).

8. Por cada día de aumento de la experiencia laboral de la residencia

medida el OR fue de  0,99 (IC95% 0,99-0,99).

Se acercaron a la significancia con asociación negativa día caluroso OR 0,14

(IC95% 0,02-1,02), día domingo OR 0,50 (IC95% 0,24-1,07), las

precipitaciones como variable categórica OR 0,61 (IC95% 0,36-1,04), por cada
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aumento en 1% del porcentaje de triage amarillo OR 0,90 (IC95% 0,79-1,01) y

por cada aumento en 1% del ausentismo de la enfermería del hospital OR 0,94

(IC95% 0,87-1,01).

No hubo asociación en el análisis bivariado de trennegro con los distintos días

de la semana, con el hecho de preceder feriados cortos o largos, con la

humedad ambiental, con las precipitaciones como variable continua, con el

promedio de edad de los pacientes del día anterior, con las vacaciones de

invierno, con el ausentismo de enfermería de la CEA, con el ausentismo de

personal administrativo hospitalario, ni con la proximidad a alguno de los

congresos de clínica, cirugía, ortopedia o anestesia.

4.4. Construcción de modelos predictivos

A continuación se presentan la construcción y validación del modelo predictivo

de trennegro (apartado 4.4.1) correspondiente al segundo y tercer objetivo

primario de esta tesis. Considerando la potencial aplicabilidad práctica directa,

posteriormente se presentan la construcción y validación de los modelos

predictivos de inicio de trennegro y de fin de trennegro como análisis

complementarios (apartado 4.4.2 y 4.4.3). Estos dos últimos corresponden al

segundo y tercer objetivo secundario respectivamente. A continuación se

presenta la evaluación de la validez externa utilizando la información de la CEA

de 2019 en el HIBAC (validación externa temporal) e HIBA San Justo

(validación externa en otro centro) (apartado 4.4.4). Por último, se presenta el

análisis exploratorio de series temporales autorregresivas que evalúa la

predicción del OC considerando la ausencia de independencia entre los días

consecutivos de acuerdo con el último objetivo secundario propuesto en esta

tesis (apartado 4.4.5).
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4.4.1. Construcción de modelos predictivos de trennegro y validación
interna

En este apartado se presenta los pasos de la generación y selección del

modelo predictivo de trennegro ordenados, siguiendo la metodología descrita

en materiales y métodos. Posteriormente se presenta las estimaciones de

discriminación y calibración como medidas de validación interna. Por último, se

presenta la exploración del efecto sobre la performance diagnóstica del modelo

con diferentes puntos de corte para la probabilidad predicha por el modelo

predictivo seleccionado.

Se generaron 10 modelos predictivos de trennegro alternativos utilizando los

487 días en el grupo de generación. En la tabla 3 se presentan los modelos

evaluados (comandos de STATA de cada modelo) el criterio de información de

Akaike y el área bajo la curva ROC con sus intervalos de confianza de 95%.

Se seleccionó el modelo 10 por la importancia de las variables incluidas a juicio

de los investigadores, el menor criterio de información con mayor área bajo la

curva. El modelo incluye 7 variables y ningún términos de interacción, todos

estadísticamente significativos. Las variables incluidas en el modelo 10 son: 1.

Vacaciones de invierno + verano, 2. Promedio de NEDOCS día previo, 3.

Porcentaje de horas NEDOCS negras y rojas del día previo, 4. Porcentaje de

horas NEDOCS negras del día previo, 5. Porcentaje de pacientes internados

que superen el cuarto cuartil de estadía, 6. Humedad, y 7. Día frío.

El testeo de colinealidad se muestra en la tabla a1 del anexo 2. Las variables

que evidenciaron correlación alta fueron 1. el promedio de NEDOCS del día

previo, 2. el porcentaje de horas NEDOCS negras y rojas del día previo, 3. el

porcentaje de horas NEDOCS negras del día previo, como era esperable. Si

bien esto podría representar un problema para la convergencia del modelo, en

opinión de los investigadores, representa información complementaria y por

esta razón se decidió mantenerlas en los modelos seleccionados.

Todos los términos de interacción evaluados se presentan en la tabla a2 del
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anexo II de análisis suplementario. Si bien algunos términos de interacción

fueron significativos, se desestimaron para mantener la simpleza de los

modelos predictivos. Por este motivo, los modelos definitivos para los tres

eventos estudiados (ternnegro, inicio de trennegro y fin de trenengro), no

contienen términos de interacción.

Los OR estimados para la asociación entre cada una de las variables

explicativas incluidas en el modelo predictivo de trennegro seleccionado y los p

valores se presentan en la tabla 4. Las variables explicativas del modelo

predictivo dan cuenta de:

1. La baja actividad hospitalaria durante las vacaciones escolares.

2. La dependencia de la sobrecarga de un día de la sobrecarga del día

anterior debido a que un componente de la misma depende de la

agrupación estacional de los pacientes y de que uno de los

componentes del NEDOCS (boarding) lleva tiempo para ser

desactivado, básicamente por la imposibilidad de crear camas de

evacuación rápidamente.

3. La presencia de horas de menor sobrecarga (horas rojas) protege de la

aparición de trennegro por el hecho de que el descongestionamiento

ocurre progresivamente por lo que la aparición de horas rojas implica

que las negras se están apagando.

4. El porcentaje de pacientes internados que superen el cuarto cuartil de

estadía es un factor de riesgo para la aparición de trennegro, lo que

permite vislumbrar que para predecir crowding, además del porcentaje

de ocupación hospitalaria es quizás más importante la consideración de

cuántas camas de esas ocupadas son de fácil disponibilidad con altas

rápidas, habla de una disponibilidad de camas más elásticas o meno

elásticas, a mayor ocupación a expensas de pacientes con estadías

prolongadas menor disponibilidad de camas para la cea y mayor

crowding con mayor nedocs.

5. El frío y la humedad se relacionan con la variabilidad estacional del

fenómeno de crowding, afectando el nedocs a través de múltiples
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interacciones, entre ellas la cantidad de pacientes que consultan, el

ausentismo de personal, la cantidad de pacientes en la internación y un

case mix a predominio de enfermedad respiratoria con uso de camas

críticas e incremento del número de pacientes respirados en la guardia.

La probabilidad predicha por el modelo predictivo de trennegro, se presenta en

los gráficos de la figura 4. En estos gráficos se evidencia de que manera la

probabilidad predicha por el modelo discrimina claramente los días de

trennegro del grupo de días sin trennegro tanto en el grupo de generación

como en el grupo de validación interna.

Con respecto a la discriminación, el área bajo la curva del modelo en el grupo

de días de generación fue de 0,997 (IC95% 0,991 - 1), y de 0,997 (IC95%

0,994 - 1) en el grupo de días de validación (figura 5). Con respecto a la

calibración, la comparación entre los valores observados y predichos por el

modelo 10 se presenta en los gráficos de calibración de la figura 6 y tabla 5.

Utilizando los 243 días del grupo de validación, se observa excelente

discriminación y calibración del modelo.

En la discriminación por bootstrapping se estimó un optimismo muy bajo de

0,001. El área bajo la curva ajustada por optimismo fue de 0,996 (IC95% 0,992

- 1). La pendiente de la curva de calibración fue de 0,758 (IC95% 0 - 1,191).

Ambos estadísticos ajustados por optimismo indican excelente discriminación y

calibración. En la figura 7 se presenta la curva de calibración ajustada por

bootstrapping.

Con respecto a la fiabilidad en 100 muestras de bootstrapping, se

seleccionaron las mismas variables explicativas con las siguientes frecuencias

Porcentaje de horas NEDOCS negras del día previo 100%; Porcentaje de

horas NEDOCS negras y rojas del día previo 97%; Promedio de NEDOCS día

previo 87%; Porcentaje de pacientes internados que superen el cuarto cuartil

de estadía 84%; Humedad 76%; Día frío 50%; Vacaciones de invierno + verano

49%.
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En la tabla 6 se presenta la performance diagnóstica del modelo 10 para

detectar días de trennegro para diferentes puntos de corte utilizando el valor

predicho del modelo 10. Se presenta la sensibilidad, especificidad, valor

predictivo positivo y valor predictivo negativo con sus intervalos de confianza de

95%. En base a los resultados presentados en dicha tabla, se propone el uso

del punto de corte de 0,5 de acuerdo a su sensibilidad, especificidad y

especialmente al valor predictivo positivo dado el uso que se pretende dar al

modelo para la gestión cotidiana.

4.4.2. Modelo predictivo para inicio de trennegro

En este apartado se presenta los pasos de la generación y selección del

modelo predictivo de inicio de trennegro. Posteriormente se presenta las

estimaciones de discriminación y calibración como medidas de validación

interna.

Se analizaron los factores asociados con el inicio de un trennegro, para lo cual

se consideró como evento solo el día de comienzo de una sucesión de días

con trennegro: 634 (86,73%) días sin trennegro y 35 (4,79%) días de inicio de

trennegro. Todas las figuras y tablas de este apartado se muestran en el

material adicional en el anexo II, con excepción del modelo final seleccionado.

En la tabla a3 del anexo II se muestran los diferentes factores asociados al

inicio de trennegro utilizando los 668 días en este objetivo. Se generaron 7

modelos predictivos alternativos de inicio trennegro utilizando los 449 días en el

grupo de generación. En la tabla a4 del anexo II se presentan los modelos

evaluados (comandos de STATA de cada modelo) el criterio de información de

Akaike y el área bajo la curva ROC con sus intervalos de confianza de 95%.

Se seleccionó el modelo 107 por la importancia de variables incluidas a juicio

de los investigadores, el menor criterio de información con mayor área bajo la

curva. El modelo incluye 3 variables explicativas y ningún término de

interacción, todos estadísticamente significativos. Las variables incluidas en el
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modelo fueron: 1. promedio de NEDOCS día previo, 2. porcentaje de horas

NEDOCS negras y rojas del día previo y 3. porcentaje de horas NEDOCS

negras del día previo. En la tabla 7 se presenta el modelo final con sus OR

estimados y los p valores.

Las variables explicativas del modelo predictivo de inicio de trennegro,

representan la importancia que tiene el hecho de que el fenómeno de crowding,

sacando del análisis las catástrofes naturales o humanas, se va anunciando a

sí mismo. No surge sorpresivamente. El promedio de Nedocs y el porcentaje de

horas negras del día anterior al del análisis, aun cuando no pertenezcan a días

de trennegro, son factores de riesgo independiente de un día en el que inicie

una serie de días con trennegro; por lo mismo la mayor presencia de horas no

negras en el día anterior es un factor protector de un inicio de trennegro.

La probabilidad predicha por el modelo predictivo de inicio de trennegro, se

presenta en los gráficos de la figura a1 del anexo II. En estos gráficos se

evidencia de que manera la probabilidad predicha por el modelo discrimina

claramente los días de inicio de trennegro del grupo de días sin trennegro tanto

en el grupo de generación como en el grupo de validación.

En la figura a2 del anexo II se presenta las áreas bajo la curva ROC como

estimadores de discriminación. Con respecto a la calibración, la comparación

entre los valores observados y predichos por el modelo 107 se presenta en la

tabla a5 y en los gráficos de calibración en la figura a3 del anexo II. Utilizando

los 219 días en el grupo de validación, se observa excelente discriminación y

calibración del modelo.

En la discriminación por bootstrapping se estimó un optimismo muy bajo menor

a 0,001. El área bajo la curva ajustada por optimismo fue de 0,998 (IC95%

0,996 - 1). La pendiente de la curva de calibración fue de 0,791 (IC95% 0,005 -

1,332). Ambos estadísticos ajustados por optimismo indican excelente

discriminación y calibración. En la figura a4 del anexo II se presenta la curva de

calibración ajustada por bootstrapping.
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4.4.3. Modelo predictivo para fin de trennegro

En este apartado se presentan los pasos de la generación y selección del

modelo predictivo de fin de trennegro ordenados. Posteriormente se presenta

las estimaciones de discriminación y calibración como medidas de validación

interna.

En este subanálisis, se incluyeron los días con trennegro y el primer día sin

trennegro posterior a cada serie de días de trennegro consecutivas: 97

(72,93%) días con trennegro y 36 (27,07%) días de fin de trennegro. Todas las

figuras y tablas de este apartado se muestran en el material adicional en el

anexo II, con excepción del modelo final seleccionado.

En la tabla a6 del anexo II se muestran los diferentes factores asociados al fin

de trennegro utilizando los 132 días de este subanálisis. Se generaron 8

modelos predictivos alternativos de fin de trennegro utilizando los 87 días en el

grupo de generación. En la tabla a7 del anexo II se presentan los modelos

evaluados (comandos de STATA de cada modelo) el criterio de información de

Akaike y el área bajo la curva ROC con sus intervalos de confianza de 95%.

Se seleccionó el modelo 208 por la importancia de las variables incluidas a

juicio de los investigadores, el menor criterio de información con mayor área

bajo la curva. El modelo incluye 4 variables explicativas y ningún términos de

interacción: 1. porcentaje de horas NEDOCS negras del día previo, 2.

porcentaje de horas NEDOCS negras y rojas del día previo, 3. ocupación de la

sala general el día previo y 4. día sábado. tres de las 4 variables fueron

estadísticamente significativas, a diferencia del porcentaje de ocupación de la

sala general el día previo que permaneció en el modelo debido a su relevancia

y coherencia con respecto al fin del trennegro juicio de los investigadores. En la

tabla 8 se presenta el modelo final con sus OR estimados y los p valores.

Las variables explicativas del modelo predictivo para día en que cesa un

trennegro evidencia la progresividad del fenómeno de crowding, por la cual la
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presencia de mayor porcentaje de horas negras en el día anterior al del análisis

dificulta que el día siguiente sea un día sin trennegro así como la presencia de

horas no negras lo favorece. La menor ocupación de la sala general el día

previo anuncia un más fácil desagote del fenómeno de boarding, uno de los

constituyentes del nedocs y por ende resolución del trennegro. Por último el día

sábado es el día de resolución del fenómeno de trennegro donde la sala de

internación se vacía por altas y caen los procedimiento quirúrgicos

programados habiendo menos competencia por camas de los pacientes de la

CEA.

La probabilidad predicha por el modelo predictivo de fin de trennegro, se

presenta en los gráficos de la figura a5 del anexo II. En estos gráficos se

evidencia de que manera la probabilidad predicha por el modelo discrimina

claramente los días de fin de trennegro del grupo de días con trennegro tanto

en el grupo de generación como en el grupo de validación.

En la figura a6 del anexo II se presenta las áreas bajo la curva ROC como

estimadores de discriminación. Con respecto a la calibración, la comparación

entre los valores observados y predichos por el modelo 208 se presenta en la

tabla a8 y en los gráficos de calibración en la figura a7 del anexo II. Utilizando

los 45 días en el grupo de validación, se observa excelente discriminación y

calibración del modelo.

En la discriminación por bootstrapping se estimó un optimismo muy bajo de

0,002. El área bajo la curva ajustada por optimismo fue de 0,993 (IC95% 0,985

- 1). La pendiente de la curva de calibración fue de 0,636 (IC 95% 0,000 -

1,279). Ambos estadísticos ajustados por optimismo indican excelente

discriminación y calibración. En la figura a8 del anexo II se presenta la curva de

calibración ajustada por bootstrapping.
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4.4.4. Validación externa de los modelos predictivos para trennegro, inicio
de trennegro y fin de trennegro

Utilizamos 2 fuentes de validación externa: 1. el HIBAC durante 2019 como

validación externa temporal, y 2. el HIBA San Justo en 2019 como validación

externa de otro centro. Se procesaron 17616 horas, 8808 correspondientes a

HIBAC y 8808 correspondientes a HIBA San Justo, que corresponden a los 365

días de 2019 para cada uno de los dos hospitales dentro de la red de atención

del HIBA. El NEDOCS horario para cada uno de los centros y los gráficos en el

tiempo de las variables que lo componen se presentan en la figura a9.

En el hospital HIBAC, 63/367 (17,17%) días tuvieron trennegro, mientras que

en el HIBA San Justo 67/367 (18,26%) tuvieron trennegro. Con respecto a los

días de inicio de trennegro fueron 24/328 (7,32%) en HIBAC y 28/328 (8,54%)

en San Justo. Los días de fin de trennegro fueron 25/88 (28,41%) en HIBAC y

28/95 (29,47) en San Justo. En todos los casos fueron mayores que los

porcentajes observados en el grupo de días de generación y validación interna.

En la figura 8 se presentan las áreas bajo la curva ROC como estimadores de

discriminación para los 3 modelos predictivos. El área bajo la curva estimada

es aceptable, aunque mucho menor que la estimada en la validación interna

para los 3 modelos.

Con respecto a la calibración, la comparación entre los valores observados y

predichos por los 3 modelos se presenta en los gráficos de calibración de la

figura 9. La calibración fue mucho peor para los 3 modelos que la estimada en

la validación interna. La calibración del modelo predictivo de trennegro es

aceptable, mientras que la calibración de los modelos de inicio y fin de

trennegro es mala y es concordante con la menor discriminacion de ambos

modelos.
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4.4.5. Análisis de series temporales de promedio de NEDOCS diario

En este apartado presentamos los resultados del objetivo secundario

exploratorio adicional de explorar la performance de modelos predictivos

autorregresivos de series temporales del valor promedio de NEDOCS diario

con análisis autorregresivo de series temporales.

En el análisis autorregresivo de series temporales, se incluyeron en el grupo de

días para generación del modelo 669 (91,65%) días consecutivos desde el

1/6/2016 hasta el 31/3/2018 inclusive. Se incluyeron en el grupo de validación,

los 61 (8,35%) días consecutivos comprendidos entre el 1/4/2018 y el

31/5/2018.

El valor de NEDOCS en función del tiempo, impresiona estacionaria ya que no

se observa una tendencia en función del tiempo (ver gráfico 6). En el mismo

sentido, la tendencia del NEDOCS en el tiempo es estacionaria ya que se

observa una caída exponencial de las correlaciones tanto en el correlograma

como en el correlograma parcial (figura 10a y 10b). Tanto en el correlograma

como en el correlograma parcial, se observa un patrón periódico cada 7 días.

El test de Duckey Fuller rechaza la hipótesis nula de presencia de raíz unitaria,

es decir que se trata de una serie estacionaria (p<0,0001), coincidentemente

con el test de Phillip Perron (p<0,0001).

El correlograma parcial permite decidir el componente autorregresivo del

modelo de ARIMA. El gráfico representa los estimadores de la autocorrelación

parcial en función de los lags de tiempo. El área gris representa el no efecto de

los lags sobre la autocorrelación parcial. Se determina el orden del componente

autorregresivo identificando el lag del último estimador por fuera del área gris.

De acuerdo al correlograma parcial, se observa que la tendencia del promedio

diario de NEDOCS en el tiempo tiene un componente autorregresivo, ya que se

observa una variación decreciente exponencial en el correlograma parcial. El

componente autorregresivo en este caso es de orden 1 (ar=1).
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El correlograma permite identificar el componente de media móvil de ARIMA. El

gráfico representa los estimadores de la autocorrelación en función de los lags

de tiempo. El área gris representa el no efecto de los lags sobre la

autocorrelación. Se determina el orden del componente de media móvil

identificando el lag del último estimador por fuera del área gris. De acuerdo con

el correlograma, la tendencia tiene un componente de media móvil, ya que se

observa una variación decreciente exponencial en el correlograma parcial. El

orden del componente de media móvil es 14 (ma = 14).

De acuerdo a ambos correlogramas, se consideraron varios modelos

alternativos similares. La comparación entre modelos alternativos se muestra

en la tabla 9. De acuerdo con los criterios propuestos por Box-Jenkins, se

seleccionó el modelo 10 por presentar mayor cantidad y proporción de

coeficientes significativos, menor criterio de información de Akaike y

Bayesianos, menor volatilidad y mayor estadístico log likelihood.

El modelo 10 corresponde a ARIMA (1,0,8) y SARIMA (1,0,0,7): es decir el

modelo estacional multiplicativo de ARIMA (1; 0; 8)*(1; 0; 0)7, con la inclusión

adicional de la covariable dia de la semana categórica que permite flexibilizar y

adaptar el patrón aportado por los días de la semana con un estimador por dia.

El modelo 10 tiene un componente autorregresivo de orden 1 y un componente

de media móvil de orden 8. Debido al patrón de estacionalidad observado que

pareciera estar relacionado con los días de la semana, se incorporó un

parámetro estacionario de orden 7 y se decidió incorporar estimaciones de

parámetros específicos por cada día de la semana. La incorporación de la

estacionalidad al modelo relaja el supuesto de ausencia de estacionalidad del

modelo ARIMA. El modelo 10 se presenta junto con los comandos de STATA

en el material adicional disponible en el siguiente link:

https://docs.google.com/document/d/18FmGG2gTT8C7Oi9RjRgHfasQZ6bp13

WW62vGX8yIgMs/edit?usp=sharing.

Los correlogramas y correlogramas parciales de los residuos estimados por el

modelo 10 seleccionado se presentan en la figura 11a y 11b. En ambos gráficos
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no se observa correlación residual ni estructura, lo cual evidencia un ajuste

apropiado del modelo autorregresivo.

En el gráfico 7 se muestran los valores de NEDOCS predichos por el modelo

10 y los valores NEDOCS observados por día para el grupo de días de

generación y validación. El gráfico evidencia la similitud entre los valores

predichos y observados para el promedio de NEDOCS diario.

Este modelo impresiona predecir el promedio de NEDOCS adecuadamente

solo utilizando mínima información de las estimaciones de NEDOCS de los

días previos y el día de la semana. Debido a la complejidad del modelo y a que

los modelos desarrollados con regresión logística son mucho más

parsimoniosos y no requieren toda la información del comportamiento del

NEDOCS de los 7 días previos, se decidió seleccionar los modelos logísticos

como los más apropiados como herramientas para predecir el OC en el

contexto de las centrales de emergencias de adultos.
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5. Discusión

En esta tesis fue posible identificar las variables asociadas a los diferentes

eventos estudiados. Con estas variables fue posible construir y validar los

modelos predictivos. El objetivo primario se pudo lograr al describir las

variables asociadas con trennegro y al obtener a partir de una cohorte de

generación un modelo de 7 variables predictoras: vacaciones de invierno +

verano, promedio de NEDOCS día previo, porcentaje de horas NEDOCS

negras y rojas del día previo, porcentaje de horas NEDOCS negras del día

previo, porcentaje de pacientes internados que superen el cuarto cuartil de

estadía, humedad y día frío. La predicción se pudo validar de manera interna

en un grupo de días de validación interna aleatoria, utilizando bootstrapping y

con un grupos de días de validación externa temporal y en otro centro dentro

de la red de atención del HIBA.

La realidad cotidiana de las guardias es cambiante y se requieren herramientas

que la intenten hacer más predecible para preparar el recurso humano y el

material necesarios para enfrentar eventuales oscilaciones de la sobrecarga.

Muchas estrategias se centran en administrar recursos, pero también es

posible gestionar los determinantes de la sobrecarga. En nuestro medio, la

CEA no escapa a esta impredecibilidad y a la necesidad de anticipación para

administrar el recurso frente a eventualidades. Una de las herramientas que

describen el OC es el score NEDOCS. Se trata de un score validado que es

posible medir con registros automatizados y periodicidad horaria como

presentamos previamente en publicaciones previas de nuestro equipo [77]. Así

mismo evaluamos su efecto sobre la mortalidad en la CEA [73]. En la

actualidad nuestro equipo de investigadores se encuentra en etapa de obtener

información sobre la validez de la escala de NEDOCS en nuestro medio. Por

estas razones, decidimos usarlo como descriptor principal del estado de

congestión de la CEA.

Es importante rescatar el valor del NEDOCS horario utilizado en esta tesis. Los

mosaicos que presentamos en estudios previos muestran patrones que
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permiten identificar comportamientos de la sobrecarga en la guardia en

diferentes momentos del año o del dia simultáneamente. Esta información es

fundamental para la gestión de los determinantes plausibles de gestión como el

recurso a disposición de la atención en la guardia o el desagote de pacientes a

través de habilitar camas o incluso gestionar las agendas de quirófano. El

mosaico del gráfico 5 impresiona de difícil interpretación inicialmente. Este

grafico presenta información completa que es extremadamente valiosa y

transparente, particularmente en la identificacion de patrones donde se observa

comportamiento identificable para horas del dia, dias de la semana, horas y

dias consecutivos y periodos mas grandes de tiempo, como se presenta a

modo de guía para la interpretacion en el material adicional de nuestro articulo

previo (https://scielo.conicyt.cl/fbpe/img/rmc/v145n5/art01-anexo1.pdf) [77,126].

Como se describió previamente, la elección de las variables potencialmente

predictoras se basó en la experiencia publicada previa sobre el tema, en la

experiencia en terreno del autor y del equipo investigador. Se eligieron para la

predicción de este evento variables administrativas del calendario,

meteorológicas, de los pacientes, del sistema de salud en el que está inmersa

la CEA su personal y variables propias de la CEA con la intención de poder

predecir el evento con 24 horas de anticipación. Es por esto que las variables

elegidas como potenciales factores asociados a sobrecarga tenían que tener la

propiedad de ser accesibles para ser obtenidas con facilidad el día anterior al

día en el que se quería predecir el fenómeno de congestionamiento.

En el análisis bivariado, los indicadores de aumento de consulta se asociaron

positivamente con trennegro como porcentaje de ETI, triage azul o días fríos.

Los indicadores de sobrecarga se asociaron con trennegro en las diferentes

mediciones del NEDOCS del día previo, la estadía hospitalaria, el porcentaje

de ocupación de áreas cerradas, y las cirugías programadas. Las vacaciones

protegen de la sobrecarga al igual que los días no laborables y la experiencia

de la residencia. De esta manera el análisis bivariado basal fue coherente con

lo esperable en todos los aspectos evaluados.
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Las variables que se asociaron significativamente en el modelo predictivo con

la presencia de trennegro fueron el promedio de NEDOCS del día previo, el

porcentaje de horas negras del día previo, el porcentaje de pacientes

internados que pertenezcan al cuarto cuartil de estadía, el día frío y la humedad

relativa ambiente. Mientras que las vacaciones escolares de verano o invierno

y el porcentaje de horas rojas y negras del día previo se mostraron como factor

protector. Es necesario decir que independientemente que se pueden

establecer teorías causales entre las variables y la congestión de la guardia y

de que alguna de esas asociaciones causales impresionan obvias, el interés de

esta tesis reside en su vertiente predictiva y no en aquellas explicativas del

fenómeno.

Las 7 variables incluidas en el modelo predictivo definitivo multivariado para

trennegro son coherentes y representan adecuadamente a los factores que

creemos afectan la sobrecarga en la guardia: sobrecarga previa, carga laboral

dentro del hospital, indicadores indirectos de infecciones respiratorias y

vacaciones. En opinión de los investigadores, se trata de una combinación que

captura los componentes más importantes que directa o indirectamente inciden

en la sobrecarga. Adicionalmente son de fácil acceso y medición, permitiendo

su cálculo en el campo en tiempo real. Debido a que 3 de los 7 componentes

requieren el NEDOCS del día previo, es necesrio el cálculo de NEDOCS en

tiempo real.

Es fundamental destacar nuevamente que el uso de los modelos predictivos en

esta tesis no intenta explicar la variable de resultado, sino predecirla. En el

contexto de esta funcionalidad de los modelos de regresión, si funcionan para

predecir con anterioridad la ocurrencia de días de OC en exceso, como intenta

representar el outcome que diseñamos para esta tesis, entonces es relativo el

hecho de que se trate de variables explicativas muy relacionadas con el

outcome. Es decir, el aspecto más importante es la utilidad predictiva de los

modelos. Asimismo, las variables explicativas utilizadas no son parte del

evento, ya que corresponden a un momento en el tiempo diferente. Creemos
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que tanto considerando las mediciones del día previo en los modelos de

regresión logística como en los modelos autorregresivos, la información más

valiosa está en el comportamiento de NEDOCS previo.

La calibración de un modelo predictivo implica comparar lo observado con lo

predicho por el modelo tanto en la cohorte de generación como en la cohorte

de validación. La evaluación de la calibración del modelo seleccionado fue

similar tanto en la cohorte de generación como en la de validación. Tanto

probabilidad observada como predicha son cero en todos los percentiles del 1

al 8 en ambas cohortes. En el percentil 9 la probabilidad predicha y observada

son muy similares en ambas cohortes. En el percentil 10 se observó 100% de

probabilidad predicha y observada coincidente en ambas cohortes. Es decir, el

modelo mostró una calibración casi perfecta. Asimismo el modelo predice cero

probabilidad en la mayoría, un percentil de transición y un último percentil de

100% de probabilidad, un comportamiento similar a una variable de respuesta

dicotómica. Dentro de cada percentil, la probabilidad esperada y observada

coinciden casi perfectamente.

El comportamiento de los gráficos de calibración es coherente con los

histogramas de probabilidades predichas por los modelos, donde se observa

que los predichos muestras dos poblaciones diferentes fácilmente separables,

con un pico cercano a 0 y otro pico cercano a 1 que coinciden con lo

observado. Este patrón explicaría los escalones observados en los gráficos de

calibración. En los histogramas se observa claramente que los modelos

separan los días con y sin trennegro, tanto en el grupo de generación como en

el grupo de validación interna. Este comportamiento es inusual, en parte

porque es poco frecuente encontrar modelos predictivos de tan alta calibración.

La discriminación es la capacidad del modelo de identificar correctamente los

eventos y los no eventos. A mayor discriminación, menor tasa de falsos

positivos y menor tasa de falsos negativos. La discriminación del modelo

seleccionado fue óptima, ya que la curva ROC tiene un área estimada bajo la

curva de 99,7% tanto en la cohorte de generación como de validación y en la
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discriminación ajustada por optimismo en la validación por bootstrapping. Este

grado tan alto de discriminación es evidencia de que el modelo seleccionado

tiene una excelente capacidad de discriminar aquellos días con trennegro (que

inician o contienen trennegro) de aquellos sin el fenómeno con precisión

perfecta.

En los modelos predictivos, la calibración y discriminacion tan altas son

inusuales y representan una excelente capacidad predictiva del modelo. Si bien

capacidades predictivas tan altas son sospechosas de sobreajuste, se observó

el mismo comportamiento en el grupo de dias de generación, de validación, y

en la validación por bootstrapping con muy bajo optimismo, por lo cual es poco

probable que se deba a sobreajuste del modelo. El optimismo es la diferencia

entre la verdadera performance del modelo predictivo y la performance

aparente. El sobreajuste genera optimismo sobre la performance del modelo en

nuevos sujetos. El ajuste por el optimismo permite obtener resultados de

performance más robustos y generalizables [120]. La validación por

bootstrapping fue coincidente con la validación interna con el tercio de días de

validación aleatorio y mostró escaso ajuste por optimismo, lo cual fortalece la

validez del modelo. Sin embargo, la validez externa disminuyó con respecto a

la validez interna como era de esperar. Si bien la discriminacion persiste

apropiada, la calibracion no se sostuvo para los modelos de inicio y fin de

trennegro.

Comparamos varios puntos de corte para la salida del modelo con el fin de

simplificar la comprensión de los resultados. Con un punto de corte de 0,5 para

la salida del modelo predictivo, los valores predictivos positivos (94%) y

negativos (98%) son muy altos. Estos altos valores predictivos son adecuados

para la funcionalidad que se le daría al modelo en regular los determinantes de

la sobrecarga en la guardia para prevenir la ocurrencia de las mediciones más

altas de sobrecarga. En este sentido, entendemos que es preferible que el

modelo tenga mayor valor predictivo negativo que positivo.

Los resultados de calibración y discriminación, junto con la performance
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diagnóstica presentada apoyan el uso de este modelo predictivo para apoyar la

toma de decisiones para gestionar la sobrecarga de la CEA con anticipación.

Adicionalmente a los modelos para trennegro, generamos 2 modelos diferentes

siguiendo los objetivos de la tesis: 1. para inicio de trennegro y 2. para fin de

trennegro. Se construyeron efectivamente ambos modelos y se validaron

siguiendo la misma metodología descrita anteriormente para el modelo

principal.

Dado que es importante el momento en el cual comienza una seguidilla de

trennegro porque el hospital y la CEA se deberían preparar desde la gestión del

personal y edilicia para la congestión que está por acontecer, es que

consideramos importante considerar las variables que predicen aquel día de

una seguidilla de trennegro en el que da comienzo una serie de días con

trennegro, es decir predecir el inicio de trennegro. Las variables que se

asociaron positivamente con inicio de trennegro fueron Promedio de NEDOCS

día previo y Porcentaje de horas NEDOCS negras del día previo, mientras que

se asoció negativamente el Porcentaje de horas NEDOCS negras y rojas del

día previo.

De la misma manera conocer el día en que la congestión de la guardia va a

terminar una vez que la misma estaba instalada es importante para desactivar

el estado hospitalario de excepción y poder volver los resortes de la gestión del

OC a la normalidad. Las variables que se asociaron positivamente con este

hecho fueron Porcentaje de horas NEDOCS negras y rojas del día previo,

mientras que se asociaron negativamente el Porcentaje de horas NEDOCS

negras del día previo la Ocupación de la sala general el día previo y el hecho

de ser Día Sábado.

Si bien el fenómeno del que dan cuenta estos 3 modelos es el mismo, no

representan exactamente el mismo concepto y fueron generados con diferentes

subgrupos de días y diferente cantidades de observaciones. El modelo

predictivo de trennegro habla de las variables que predicen un fenómeno de

inicio y mantenimiento de OC. Este modelo fue generado con la mayor cantidad
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de días (466 días en el modelo de generación), y por lo tanto tiene mayor poder

para detectar asociaciones, por lo cual detectamos 7 variables asociadas a OC.

El modelo de inicio de trennegro solo predice el día de comienzo de una

seguidilla. En este caso, el modelo se generó con 449 días, con un poder un

poco menor que el primer modelo. Las variables significativamente asociadas a

incio de trennegro son solo 3, pero comparten la misma lógica que en el

modelo de trennegro. Por último en el modelo de fin de trennegro los días sin

trennegro que suceden a una seguidilla permiten establecer las variables que

predicen su ocurrencia con un poder menor (87 días en el modelo de

generación) pero las variables que fueron seleccionadas son complementarias

con la de los modelos anteriores.

En los 3 modelos, el estado de congestión de la CEA medido como NEDOCS

es un predictor del estado de congestión del día siguiente, si bien esto en una

primera aproximación puede sonar tautológico u obvio, su utilidad en la gestión

cotidiana se vislumbra enorme ya que parece evidenciar que el fenómeno de

trennegro no ocurre aislado e impredecible, sino que en la mayoría de las

ocasiones es el corolario de días previos progresivamente más

congestionados. Es decir cuando la sucesión de 8 horas negras ocurre es a

consecuencia de que los días previos hubo una congestión creciente; lo cual

esperanza a que hay una brecha de tiempo para tomar medidas que puedan

torcer o menguar el impacto de trennegro.

En los 3 modelos seleccionados se observó alta correlación entre 3 de las

variables explicativas que se asocian más fuertemente con la predicción de los

eventos: promedio de NEDOCS día previo, porcentaje de horas NEDOCS

negras y rojas del día previo, porcentaje de horas NEDOCS negras del día

previo. Si bien su inclusión podría afectar la convergencia de los modelos, en

los 3 casos se pudo lograr una estimación apropiada. En nuestra opinión, las 3

variables representan aspectos similares pero sutilmente diferentes que se

asocian fuertemente pero aportan información complementaria. La inclusión de

estas variables correlacionadas en los modelos incorporan la información de

sus cambios relativos. Es decir, contienen la información de la cantidad de rojo
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con respecto al negro de los días previos y eso se asocia a la predicción del dia

siguiente.

Si bien la autocorrelación de los errores ordenada en el tiempo podría generar

dudas sobre el uso de los modelos de regresión logística, son comunes en la

literatura, como en el estudio de Hoot y Aronsky [109]. Sin ir más lejos, el

modelo original de NEDOCS, ignora la estructura dependiente del tiempo de

los errores [59]. La correlación en el tiempo de los errores es un componente

de la variabilidad total, por lo tanto, ignorar la correlación es un escenario

conservador en sentido que los errores estándar estimados por nuestro modelo

son más grandes de lo que serían si se considerara la correlación de los

errores en el tiempo.

Exploramos la generación de los modelos autorregresivos que consideran la

correlación de los errores en función del tiempo. Los modelos autorregresivos

evaluados consideran la estructura previa del promedio de NEDOCS

ordenados en el tiempo. Comparando los modelos predictivos, seleccionamos

el modelo con mejor performance que incluye un patrón de estacionalidad por 7

días de la semana. Si bien el modelo impresiona ser útil en la gestión, su

implementación podría ser más compleja que los modelos logísticos

presentados y discutidos en los apartados anteriores. Asimismo, podría no

incluir información potencialmente importante en el marco teórico del OC en la

CEA.

5.1. Comparación con modelos predictivos de OC en CEA

Hoot y col. [109] generaron y validaron internamente modelos de regresión

logística y redes neuronales recurrentes para predecir OC en la próxima hora

utilizando un periodo de generación y un periodo diferente para validar.

Definieron la crisis de OC horaria como un periodo en el que las ambulancias

son derivadas a otros hospitales. Los modelos construidos utilizaron como

variables independientes los 6 factores principales extraídos por análisis de
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componentes principales de 14 variables similares a los componentes de

NEDOCS (número de registros en la última hora, altas en la última hora,

porcentaje de ocupación, tiempo promedio de espera, número de médicos,

número de residentes y número de enfermeras de guardia, etc). En este

estudio se usaron modelos que ignoran la natural correlación en el tiempo,

tomando la misma decisión que tomamos nosotros con respecto a los modelos

logísticos en esta tesis, argumentando que su utilidad es independiente de la

relativa violación de este supuesto. Como es frecuente en la literatura, la

información presentada sobre validación es incompleta y solo presentan la

discriminación como áreas bajo la curva llamativamente muy altas, al igual que

en esta tesis en nuestra validacion interna. Los autores no ajustaron sus

resultados por optimismo, por lo cual podría existir sobreajuste a diferencia de

nuestros resultados ajustados por optimismo por bootstrapping. Las variables

independientes impresionan ser más complejas de medir en el tiempo que las

variables que propusimos en esta tesis. Asimismo el outcome propuesto por los

autores podría no ser de relevancia en nuestro medio ya que la decisión de

derivar ambulancias en nuestro hospital es un suceso poco probable y que se

tiende a evitar dada la condición de hospital que posee una prepaga propia, por

otro lado la decisión de derivar ambulancias no sigue en nuestro medio ningún

protocolo establecido, ni mucho menos es estable en el tiempo, a lo que se

agrega el hecho de no pertenecer a un sistema unificado de atención. Por

último, es posible que un sistema que avise con una hora de anticipación

pudiera no ser útil para la gestión por las razones ya expuestas en esta tesis

con anterioridad.

En otro estudio similar de Cheng y Kuo, compararon un modelo de regresión

lineal común con una red neuronal recurrente de larga y corta memoria (Long

Short-Term Memory LSTM recurrent neural networks) para predecir el tiempo

de espera en las próximas 2 horas en la CEA [127]. La información disponible

es difícil de interpretar por el reporte incompleto de los modelos y su validación.

Sin embargo es claro que utilizan modelos que no consideran el natural orden

temporal. El evento seleccionado no tiene validación tampoco y parece mucho
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menos relevante que nuestra propuesta.

Peng y col. utilizaron machine learning para predecir el pico de consultas al

CEA de pacientes con enfermedades respiratorias crónicas [128]. Si bien solo

usaron el pico de consulta para pacientes con enfermedades respiratorias

crónicas, utilizaron información del clima al igual que nosotros: humedad,

temperatura, velocidad del viento, presión atmosférica, monóxido de carbono,

ozono, dióxido sulfuroso, dióxido de nitrógeno y partículas en suspensión

menores a 2,5 micrómetros de diámetro (PM25). En este caso compararon

diferentes aproximaciones de machine learning como random forest, modelos

lineales generalizados, Support Vector Machine, Boosting. Todos los modelos

ignoraban el natural orden de las observaciones en el tiempo. La variable de

resultado se agrupó al nivel del día como día de pico o día sin pico de

consultas, de manera similar al evento de interés propuesto en esta tesis. Si

bien no dan detalles de su elección de evento de resultado, impresiona una

selección arbitraria y sin validación.

En el estudio de Tideman y col. estudiaron si la información de las búsquedas

en Google podría aumentar la predicción de la cantidad de las visitas a CEA en

el hospital de niños de Boston, utilizando regresión lineal multivariada con

LASSO (least absolute shrinkage and selection operator) [133]. Utilizaron 5

años para generar y 2 años para validación interna temporal. En este estudio

estudiaron variables del clima al igual que en esta tesis incluyendo

temperatura, velocidad de viento, presión barométrica, nevadas, y diferentes

eventos climáticos como huracanes, tormentas eléctricas, tornados, entre otras.

Usaron una API de Google para obtener la fracción de búsqueda sobre clima o

salud en Google. Adicionalmente incorporaron variables autorregresivas a

diferentes lags y variables del calendario como el día de la semana, días

feriados, y diferentes vacaciones. Este estudio utilizó un modelo diferente al

presentado en esta tesis, pero su aproximación de variables explicativas es

similar a la nuestra, incluyendo muchas de las mismas variables utilizadas en

esta tesis. Desafortunadamente la presentación de los modelos y su validación

es poco clara e incompleta.
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En el estudio de Schweigler y col. [95], los autores utilizaron modelos que

consideran la correlación natural de OC en el tiempo con modelos de series

temporales con periodicidad de 24 hs: ARIMA estacional, y sinusoidal con

estructura de errores autorregresivo, ambos comparados con el promedio del

histórico horario. Utilizando datos de 3 hospitales, su objetivo fue la predicción

de la ocupación de camas en la CEA a corto tiempo. Los dos modelos fueron

robustos para la predicción de la ocupación de camas a 4 y 12 horas en la

CEA, solo utilizando los valores previos de ocupación de camas en la CEA, sin

incorporar variables adicionales. Coinciden con nuestros resultados, lo que

ocurre en la CEA se asocia fuertemente con lo que venía ocurriendo

evidenciado por mosaicos similares a los presentados en esta tesis. Los

modelos se compararon con el CIA de manera similar que en nuestros

métodos, pero se validaron por su capacidad predictiva los lunes durante el

periodo del estudio. Esta decisión en nuestra opinión, podría afectar

severamente la validez de sus resultados. Si bien la predicción horaria podría

ser interesante, en nuestra opinión carece de utilidad práctica en la gestión ya

que no permite adaptar los recursos o la modificación de variables que pueden

evitar el OC. Asimismo, la ocupación de las camas de la CEA podría no ser un

indicador suficiente en nuestro medio debido a que no es el único indicador que

constituye la sobrecarga dejando afuera las horas de espera, la cantidad de

pacientes esperando y la presencia de pacientes graves utilizando respirador.

En esta tesis los modelos de series temporales horarios se exploraron y fueron

descartados debido a la escasa utilidad clínica y al patrón observado de

estacionalidad tanto horaria (con periodicidad 24) como según el día de la

semana (con periodicidad 7). Por esta razón decidimos la utilización de los días

debido a su potencial mayor utilidad. Si bien en los modelos autorregresivos

presentados, al igual que en el nuestro, la performance predictiva parece alta,

es confuso y difícil interpretar la utilidad para la gestión a diferencia del evento

de interés planteado en esta tesis que es fácil de comprender y utilizar.

Abraham y col. [129], utilizaron modelos de ARIMA y ARIMA estacional para

evaluar si es posible pronosticar los ingresos hospitalarios de emergencia por
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la CEA y el porcentaje de ocupación de la CEA diaria, siguiendo la misma

metodología propuesta por Box y Jenkins [122,123] que utilizamos en nuestros

modelos autorregresivos. Usaron validación interna cruzada para evaluar la

validez de los pronósticos. Estas dos variables estudiadas podrían no

representar el mismo fenómeno que el OC en la CEA aproximado a través de

la escala de NEDOCS y es posible que sean inapropiados para extrapolar sus

resultados a hospitales como el nuestro dado que solo toman en cuenta las

variables de explicativas input y no las de throughput y output del modelo de

Asplin [27]. En este estudio concluyeron que las admisiones son impredecibles

por los modelos evaluados, sin embargo los modelos ARIMA estacionales

incluyendo los 7 días de la semana pudieron pronosticar la ocupación de la

CEA. Sin bien no pronostican exactamente el mismo evento estudiado en esta

tesis, los modelos presentados estiman pronósticos apropiados dentro de la

semana. El pronóstico de los modelos SARIMA de NEDOCS presentados en

esta tesis son similares y podrían ser reevaluados en futuros estudios.

El estudio de Wang, utilizó una red neuronal artificial para series temporales

para pronosticar el OC en la CEA 4 horas antes en un único hospital [130]. La

medida de OC que utilizaron fue el cumplimiento de la norma de largo de la

estadía de acuerdo con los estándares definidos por el gobierno de Ontario. En

este caso utilizaron como variable explicativa y de resultado al cálculo con la

cantidad de pacientes en la CEA que excedían el estándar de tiempo

estipulado en cada corte de 4 horas. La ventana de 4 horas y el outcome

elegido por los autores para representar el OC, impresionan limitar la validez

externa de sus resultados a sistemas como el nuestro.

En el estudio de Bair y col. [108], el objetivo específico fue evaluar el efecto de

la demora del ingreso de los pacientes internados desde la CEA sobre el

NEDOCS promedio del día y el porcentaje de pacientes LWOS. Utilizaron

modelos de simulación de eventos discretos para modelar el flujo en la CEA.

Validaron de manera interna presentando la comparación de la salida del

modelo con lo observado. Si bien este estudio toma una aproximación

diferente, permite estudiar el efecto del cambio en el NEDOCS y el porcentaje
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de LWOS de los cambios en la demora para obtener cama de los pacientes

internados desde la CEA. En este artículo, no se pretendió generar modelos

predictivos, por lo cual la información de validación es difícil de interpretar y

comparar con nuestros resultados, sin embargo plantea un modelo diferente

que podría tener aplicación al estudio del problema del OC, reforzando la idea

de que no existe forma homogénea de considerar el OC ni una aproximación

predictiva metodológica única en la literatura.

Tanto en los modelos predictivos logísticos como en los autorregresivos

presentados en esta tesis, encontramos que el comportamiento de los días

previos predice el comportamiento de cada día. Los modelos autorregresivos

requieren mayor cantidad de información concerniente a los promedios de

NEDOCS de días previos, a diferencia de los modelos logísticos en los que se

alcanzó una excelente performance pronóstica utilizando solo la información

del día previo. A su vez, la interpretación del promedio de NEDOCS es más

dificultosa y carece de la utilidad que los eventos trennegro, inicio de trenengro

y fin de trennegro podrían tener a los fines de la gestión de recursos en una

CEA.

En nuestra opinión, los modelos de regresión logística son más simples y más

fáciles de comunicar y entender, con una excelente performance predictiva que

propone su uso como herramienta de fácil implementación para gestionar en la

CEA. Consideramos que nuestra elección de los modelos logísticos es

satisfactoria y apropiada ya que es conservadora, parsimoniosa, simple y fácil

de comprender, comunicar e implementar.

5.2. Debilidades

La seguidilla de horas con NEDOCS altos hace la situación de la guardia

particularmente peligrosa para los pacientes y para el personal de salud, más

aún en una CEA que no puede cerrar sus puertas. Si bien la definición de 8

horas negras seguidas (trennegro) es arbitraria, da cuenta de la duración de un
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turno de enfermería como la unidad mínima gestionable en cuanto a recursos

humanos. Esta definición de trennegro se consensuó en el equipo de

investigadores para representar los días donde la sobrecarga es de una

magnitud tal que podría comprometer la calidad de trabajo y la seguridad de

pacientes y personal de salud. No hay duda de que es una definición que

identifica correctamente esta situación, pero deja afuera otros días donde la

sobrecarga podría ser similar pero no cumplen con esta definición. Aunque sin

duda esta definición operativa representa el concepto que se intentaba

representar de día con sobrecarga significativa, no ha sido validada. Sería de

valor estudiar si esta definición es válida para representar la sobrecarga

significativa en las CEA.

El evento de interés estudiado en esta tesis fue definido considerando una

situación de relevancia indudable en la CEA. La ocurrencia de al menos 8

horas seguidas de los valores más altos de NEDOCS constituye una situación

que sin duda podría ser catalogada como catástrofe. Los turnos del personal de

la CEA son de 8 horas, por lo cual consideramos este límite de corte como

razonable. Esta sobresimplificación permite identificar sin falsos positivos los

días de alta sobrecarga de la CEA. A su vez, nos permite transmitir los

resultados de manera clara y comprensible. Definiciones de eventos

adicionales podrían evaluarse y agregarse como potenciales análisis de

sensibilidad en futuros estudios. La forma de predecir sobrecarga en la

bibliografía usa otros subrogantes como LWOS o el número de consultas

totales o el censo o la estadía en la CEA o alguno de los componentes de

NEDOCS; en caso de usar NEDOCS no es usado como en esta tesis

[53,54,61,92,98,100,102,106,109,131,132]. Esta forma de definir el outcome es

novedosa con respecto a la manera que se ha hecho hasta ahora en dos

sentidos. Primero no hay estudios que analicen el valor de NEDOCS de la hora

y segundo no hay estudios que agrupen esas horas en tren de 8 horas para

denotar sobrecarga que tenga que ver con la unidad gestionable que es el

turno de enfermería.

Es importante destacar que no existe en la literatura consenso sobre cómo
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representar un evento de OC único que represente una sobrecarga de la CEA

que requiera una acción de gestión preventiva o paliativa de la situación de OC,

como evidenciamos en el apartado anterior. Esto concuerda con lo expuesto

por Weiss en el propio artículo donde presenta la escala de NEDOCS [59], y

con la amplia variedad de eventos estudiados en diferentes estudios para

representar el OC en la CEA. Las definiciones de eventos no suelen ser

definidas por consenso ni validadas por razones diferentes de la potencial

utilidad para la gestión de la CEA. Por ejemplo Hoot y col. definieron la crisis

como un periodo donde las ambulancias son derivadas a otros hospitales [109].

Tideman y col. consideraron como eventos la cantidad de consultas total diaria

a la CEA [133]. Peng y col. dividieron los días arbitrariamente según la

presencia o ausencia de pico de consultas de pacientes con enfermedades

pulmonares crónicas [128]. Schweigler y col. utilizaron como variable de

respuesta la ocupación de las camas de la CEA a 4 y 12 horas [95]. En el

estudio de Abraham y col., se consideró el mismo outcome y agregaron los

ingresos hospitalarios de emergencia por la CEA [129]. En el estudio de Wang,

se utilizó como variable de resultado la cantidad de pacientes que excedían el

tiempo estipulado según estándar preestablecido con una ventana de 4 horas

[130]. En el estudio de Bair y col. se utilizó la demora y el porcentaje de LWOS

como variables de resultado [108]. En el estudio de Cheng y Kuo, consideraron

como variable de respuesta el tiempo de espera en las próximas 2 horas en la

CEA [127]. Como enunciamos anteriormente, muchos de estos eventos

podrían no representar eventos de relevancia para la gestión de la CEA en

nuestro medio, siendo muy reduccionistas en muchos casos. De la misma

manera, es posible que el evento definido en esta tesis pudiera no ser

suficientemente sensible para otros contextos donde el OC en la CEA es

infrecuente. Por otro lado si bien un día sin tren negro es preferible a uno con

tren negro, esto no implica que la tarea de gestión del OC esté completa

cuando se alcanzan días libres del fenómeno, ni tampoco desconocer que OC

de color rojo son también deletéreos para todos los componentes del sistema

de salud. La gestión del tren negro representa solo un objetivo realizable

intermedio en el camino de la gestión del OC.
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Si bien en esta tesis se demuestra la validez de los modelos predictivo principal

para trennegro, estos solo funcionan prediciendo la ocurrencia de trennegro al

día siguiente. En el contexto de la CEA, nos preguntamos ¿Es suficiente

predecir la ocurrencia de trennegro un día antes? Si bien un día antes es

suficiente para regular los recursos humanos y físicos en la central de

emergencia, la modificación de los potenciales factores modificables asociados

a trennegro podría tener efecto directo en la prevención de día de trennegro

con menor o mayor ventana que un día. Más aún, quizás algunas de las

variables que se asociaron en el análisis bivariado y que en el multivariado

perdieron significancia, gestionadas una a una pudieran tener impacto en la

ocurrencia de días de sobrecarga en la CEA. Dicho de otra manera el presente

estudio define cuales son las variables predictoras asociadas, no incluyendo

otras potenciales variables que pueden ser de interés en la gestión del

fenómeno y que no deberían ser descartadas en el manejo cotidiano. Por

ejemplo, en el análisis bivariado, los porcentajes de consultas de ETI, la

estadía hospitalaria, los porcentajes de ocupación de áreas cerradas, el

porcentaje de ocupación del hospital, el número de cirugías programadas, y la

experiencia laboral de los residentes se asociaron con trennegro. Incluso el

score de NEDOCS del día previo en todas sus formas puede ser gestionado ya

que es el determinante más fuerte solo y en combinaciones de la sobrecarga

en la guardia. La modificación de estos factores modificables potencialmente

causales podría ser de mucho valor en la gestión de la sobrecarga en la CEA,

como así también podría ser una herramienta útil para la prevención de

trennegro.

NEDOCS, aunque criticada [134] es una escala útil validada en otros contextos

que se utiliza para gestionar centrales de emergencias en diferentes partes del

mundo incluyendo Latinoamérica [62,63,65–68,77]. Existen publicaciones

suficientes sobre la validez de NEDOCS para el uso de la herramienta en

nuestro medio, que aportan evidencia de validez aparente, validez de
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contenido, validez de criterio predictiva, validez criterio concurrente, validez de

constructo convergente, validez de constructo de grupos conocidos,

reproducibilidad y factibilidad, como presentamos en el marco teórico de esta

tesis. En opinión del equipo de investigadores, NEDOCS es una herramienta

útil y válida para representar el constructo OC en nuestro medio, como se

detalló en la sección Materiales y Métodos anteriormente. Siendo la CEA

estudiada en esta tesis un sistema que además del gran número de pacientes,

maneja una amplia variedad de casos y de gravedades, la escala de NEDOCS

a través de sus componentes representa esa heterogeneidad. Actualmente

nuestro equipo de investigación se encuentra estudiando las propiedades de

validez de constructo, confiabilidad y validez de criterio externo en nuestro

medio. Reforzando la utilidad de NEDOCS, en esta tesis presentamos su fuerte

asociación con LWOS del mismo día, lo que ha sido usado en distintos ámbitos

para darle validez [12].

Las variables con las que se construye el NEDOCS pueden tener errores en las

bases de datos administrativas que es necesario corregir y podrían representar

una debilidad adicional. Este tema no se presenta, ni se expone, ni se discute

en la literatura habitualmente. Por esta razón es necesario generar una

metodología de validación de las variables integrantes de NEDOCS antes del

cálculo de la escala. Nosotros utilizamos gráficos de cada variable en el tiempo

y la evaluación del patrón de NEDOCS según el mosaico. Siguiendo esta

metodología de validación detectamos diferentes tipos de errores: episodios no

cerrados, episodios sin el paso administrativo de evaluación médica, fugas,

fechas de altas vacías, suspensiones, errores en los pases físicos desde la

guardia a la internación, entre otros. Si bien los errores fueron muy

infrecuentes, el impacto que tienen sobre el valor de NEDOCS es muy grande.

Por ejemplo, un paciente con un episodio no cerrado, acumula horas de

demora y eso genera un falso aumento del valor de NEDOCS que genera un

“chorreado negro” en los mosaicos de horas de NEDOCS a expensas de un

único paciente debido a un error administrativo. En todos los casos se evaluó el

error y se verificó por revisión de la historia clínica los datos corregidos. Una
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vez validados todas las variables integrantes de NEDOCS, se procedió al

cálculo. Todo el proceso completo y exhaustivo de la validación se documentó

en el diario de la tesis.

El periodo de 2 años utilizado para la generación de los modelos predictivos de

esta tesis, es mucho más largo que el periodo considerado por la mayoría de

los otros estudios similares publicados. Por ejemplo el estudio original de

NEDOCS de Weiss y col. incluyó menos de 1 mes de análisis [59]; en el

estudio de Anneveld y col. se usaron 4 semanas [111]; el de Bair y col.

considero solo 5 meses [108]; Hoot y col. 6 meses [109]; 1 año en el estudio de

Schweigler y col. [95] y en el de Wang [130]; 2 años el estudio de Peng [128];

Abraham y col. casi 3 años [129]; y finalmente Tideman y col. utilizaron un

periodo de 7 años [133].

El período considerado para este estudio fue un período donde la estructura de

la CEA de nuestro hospital se mantuvo estable. Los años previos al comienzo

del estudio cambió la estructura edilicia y de gestión de la CEA con la

incorporación de un sistema de demanda espontánea. Este cambio permitió

unificar en un mismo edificio y en una misma dirección de gestión médica de

enfermería y administrativa con la misma historia electrónica toda la atención

no programada de adultos del edificio central del hospital. Durante el período

del estudio, tuvimos un tamaño muestral suficiente como para identificar

factores asociados a trennegro, construir y validar un modelo predictivo. Sin

embargo, algunos factores adicionales como los días de congreso no fueron

estadísticamente significativos y esto podría deberse a falta de poder suficiente

con el tamaño muestral alcanzado con dos años de seguimiento.

A su vez, el tamaño muestral se redujo a un 91,5% (668 de 730 días) del

tamaño muestral inicial en el modelo predictivo para inicio de trennegro, y a un

18,2% (132 de 731 días) en el modelo predictivo para fin de trennegro. Si bien

la construcción y validación de ambos modelos fueron objetivos secundarios de

esta tesis, esta reducción en el tamaño muestral disminuye sustancialmente el

poder para evaluar factores asociados o construir modelos en ambos casos.
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Algunas asociaciones importantes en estos modelos podrían realizarse con

mayor tamaño muestral.

Todos los resultados de esta tesis se realizaron en un único centro al igual que

la amplia mayoría de los estudios publicados que intenta predecir o pronosticar

el OC en la CEA. Si bien esto incrementa la validez interna de los resultados,

podría comprometer la validez externa ya que podrían ser datos no

representativos de otras CEA. Las diferencias de: 1 funcionamiento (como

principal centro de atención de una prepaga propia, con imposibilidad de cerrar

las puertas para una prepaga de 180000 afiliados), 2 informáticas (la historia

clínica electrónica con más de 15 años de funcionamiento como repositorio

único de datos clínicos, contador cronometrado de eventos y vinculación que

permite la relación con bases de datos secundarias del propio hospital), 3

recursos (capacidad de resolución de toda la patología de la medicina actual en

un solo centro sin necesidad de derivación por complejidad excedida), 4

edilicias y 5 de población (particularmente envejecida con lo que eso conlleva),

podría dificultar la realización de estudios multicéntricos similares.

Por otro lado la CEA del HIBA puede tener otras características particulares

que colaboren a su validez externa. Se trata de una central de emergencias

que maneja 500 consultas diarias, de gran volumen de pacientes,

perteneciente a un hospital universitario de una ciudad grande con una

población a cargo envejecida. Por esto es probable que los resultados de este

estudio sean extrapolables a otras CEA de hospitales similares. Adicionalmente

las variables incluidas en los modelos predictivos no son difíciles de medir ni

exclusivas del HIBA, por lo cual pensamos que los modelos serían fáciles de

adaptar a otros hospitales.

Si bien la evidencia de la validez interna de los modelos predictivos

presentados en esta tesis es muy alta aun ajustando por optimismo, la validez

externa evaluada dentro de nuestro mismo sistema de salud en un momento

diferente y en otro hospital de la misma red fue mucho menor. Es necesario

validar estos modelos externamente en otros contexto y otros ámbitos.Uno de
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los principales modificadores de efecto de las variables que predicen el OC es

el tamaño y el flujo de la CEA en cuestión. Es fundamental estudiar la validez

externa de estos modelos en futuros estudios para establecer definitivamente

su aplicación a otros contextos.

Por último, existen muchos aspectos que podrían influir en el overcrowding de

la CEA que no medimos en este estudio, como variables sociales, culturales,

económicas, políticas. Si bien esta información podría explicar en parte la

variabilidad del overcrowding y la ocurrencia de trennegro en nuestra CEA, es

de difícil medición y de baja disponibilidad para la construcción de modelos

predictivos de corto plazo que posibiliten la gestión diaria y en este contexto se

requiere información disponible el día anterior, como ocurre con las variables

utilizadas en la construcción de los modelos de esta tesis.

5.3. Fortalezas

Una de las principales fortalezas del estudio es la posibilidad de medición de

NEDOCS horario. El sistema informático de gestión de turnos de la CEA del

HIBA permitió realizar esta medición que potencialmente podría medirse en

tiempo real. Estudios previos de nuestro grupo investigador, evidenciaron

patrones específicos de cambio de NEDOCS en las diferentes horas del día y

en los diferentes días que se evidencian en los gráficos de perfiles como el

gráfico 5 presentado en los resultados [77,126]. La medición de NEDOCS

horario permitió la clasificación de los diferentes días del estudio con respecto a

la presencia de trennegro.

La detección de errores que se presentó en las debilidades en cada una de las

variables constituyentes del NEDOCS es fundamental. Si bien la tasa de error

es muy baja en las bases administrativas, debido a que NEDOCS incluye

términos que se incrementan con el paso del tiempo, como el tiempo que

esperó el último paciente o la cantidad de internados en CEA, un solo error en

una fecha de traslado de un paciente fuera de la guardia puede falsamente
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producir un error arrastrado de valores de NEDOCS negros consecutivos como

expusimos previamente. En nuestra experiencia, graficar y observar la

distribución de los componentes del NEDOCS previo al cálculo horario es

fundamental. Esta sistemática permitió detectar y resolver todos los errores

obvios detectados y recalcular el NEDOCS horario. De esta manera estamos

seguros que los cálculos se realizaron con datos válidamente depurados de

errores, incrementando la calidad de la medición. La documentación completa

de este proceso es una fortaleza adicional.

No encontramos estudios previos que consideren y analicen el fenómeno de

crowding considerando una granularidad de NEDOCS por hora y menos aún

con registro automatizado del score, con 2 años de registro acumulado. En

nuestra opinión, si bien NEDOCS cambia lentamente entre horas, existen

fluctuaciones horarias que contienen información útil para la gestión de la CEA

y sus recursos.

En esta tesis presentamos los mapas de contornos horarios de los valores de

NEDOCS durante todo el periodo del estudio. Estos mapas presentan un

esquema de códigos de colores donde cada columna corresponde a una

semana entera durante todo el periodo. Cada pequeño cuadrado del mapa

representa una hora, de esta manera, se alinean en las filas los días y las

horas dentro de cada día. Como presentamos previamente, esta forma visual

de analizar los valores de NEDOCS horarios permite identificar patrones

relacionados con los días, las horas del día, los periodos, patrones repetitivos y

aislados [77,126].

En la opinión de nuestro equipo de trabajo, esta es una forma extremadamente

valiosa de desagregar la información para identificar el comportamiento del

NEDOCS en el tiempo. El análisis de los patrones es una herramienta que

permitirá implementar medidas para gestionar las fluctuaciones indeseables del

NEDOCS y adelantarse a los patrones observados que se repiten cíclicamente.

Esta información complementa la aportada por los modelos predictivos.

La posibilidad de contar con una historia clínica informatizada con registro de
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información administrativa de alta calidad en tiempo real es una fortaleza de

este estudio. El uso de historias clínicas electrónicas es cada vez más

generalizado, por lo cual el desarrollo de herramientas para medir crowding en

las centrales de emergencia es mandatorio. Asimismo, es de gran valor

estudiar su comportamiento ya que este conocimiento es generalizable a otras

centrales de emergencia con sistemas informatizados desarrollados o en

desarrollo.

En esta tesis presentamos la información recolectada durante 2 años entre el 1

de junio de 2016 y el 31 de mayo de 2018. Incluye 731 días de la CEA del

HIBA con sus 17354 horas correspondientes. Esta gran cantidad de

información permitió observar e identificar patrones. Asimismo permitió

construir los modelos predictivos con poder apropiado y validarlos con

calibración y discriminación apropiada. La inclusión de más de 1 año elimina la

posibilidad de estacionalidad que pudiera comprometer la validez externa al

año entero del modelo predictivo. El estudio de periodos que incluyen al menos

1 año es importante porque incluye días representantes de todas las

estaciones del año.

Se seleccionó este periodo de estudio debido a la ausencia de variaciones en

la estructura de la CEA y la modalidad de trabajo durante este periodo de

estudio. La estabilidad durante el periodo es un factor importante para la

estimación de los modelos predictivos.

Otra fortaleza de nuestra aproximación son las variables predictivas utilizadas.

En la construcción de modelos predictivos incorporamos variables

administrativas, variables climáticas, variables que representan el

funcionamiento de la guardia y del hospital, variables epidemiológicas y

ambientales. Algunos factores son modificables como el número de cirugías

programadas, mientras que otros factores como la epidemia de enfermedad

tipo influenza no pueden modificarse.

Si bien muchas estrategias se centran en prepararse para los días en que la

CEA tiene mayor probabilidad de sobresaturación, existe la posibilidad de
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prevenir la ocurrencia del overcrowding con estrategias diferentes como

reperfilar la cantidad de enfermeros y médicos programados para la CEA y

repartir más homogéneamente en la semana las actividades programadas

asistenciales en el hospital [135,136]. La identificación de los factores

modificables es fundamental para adelantarse al eventual overcrowding

representado por el trennegro. Identificar variables causales modificables es

fundamental porque se podría prevenir la ocurrencia de trennegro gestionando

factores hospitalarios y de la CEA.

5.4. Conclusión

En esta tesis presentamos la descripción de la construcción de modelos

simples y sólidos para identificar los días de sobrecarga en una CEA. Se

produjeron modelos para los tres eventos de mayor interés desde el punto de

vista de la gestión: días de sobrecarga (días de trenengro), días de inicio de

sobrecarga (inicio de trennegro) y días de fin de sobrecarga (fin de trennegro).

Se presento la validación interna de los 3 modelos, evidenciando muy alta

performance predictiva para la predicción de los 3 eventos estudiados.
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6. Figuras, gráficos y tablas

Figura 3. Flujo de horas y días incluidos en el estudio. De las 21869 horas de
las que se disponían datos se seleccionaron las correspondientes al período
entre el 1 de junio de 2016 y el 31 de mayo de 2018. Los 731 días
correspondientes se dividieron al azar en un grupo de generación y un grupo
de validación interna para la generación y validación interna de los modelos
predictivos de días de trenengro.
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Gráfico 1. Se presenta el tiempo en horas de demora del último paciente en
ser atendido, en función del tiempo del estudio. Este gráfico representa la
variabilidad de esta variable que se utiliza para la construcción del NEDOCS
horario durante el periodo del estudio. En general, los picos observados
corresponden con los momentos de valores de NEDOCS estimados más altos.
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Gráfico 2. Se presenta el mayor tiempo de espera por cama de internación de
pacientes internados en la CEA medido en horas, en función de cada una de
las horas del tiempo del estudio. Este gráfico representa la variabilidad de esta
variable que se utiliza para la construcción del NEDOCS horario durante el
periodo del estudio. En general, los picos observados corresponden con los
momentos de valores de NEDOCS estimados más altos.
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Gráfico 3. Se presenta la cantidad de pacientes en ARM en la CEA, en función
del tiempo del estudio. Nótese el incremento correspondiente al invierno de
2017. Este gráfico representa la variabilidad de esta variable que se utiliza para
la construcción del NEDOCS horario durante el periodo del estudio. En general,
los picos observados corresponden con los momentos de valores de NEDOCS
estimados más altos.
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Gráfico 4. Se presenta la cantidad de pacientes que esperaban ser trasladados
a sala de internación desde la CEA, en función de cada una de las horas del
tiempo del estudio. Este gráfico representa la variabilidad de esta variable que
se utiliza para la construcción del NEDOCS horario durante el periodo del
estudio. En general, los picos observados corresponden con los momentos de
valores de NEDOCS estimados más altos.
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Gráfico 5. Gráfico de contornos que muestra la totalidad de los días evaluados
en el periodo con el valor horario de categoría según NEDOCS. Cada pequeño
cuadrado representa una hora. En el eje y, se observan los días de la semana,
desde abajo hacia arriba de lunes a domingo. En el eje x, se presentan todas
las semanas del periodo, desde la primera semana hasta la última. Los colores
representan las diferentes categorías de ocupación de la guardia de acuerdo
con el valor de la escala de NEDOCS blanco (no ocupado); verde (ocupado);
amarillo (muy ocupado); naranja (hacinamiento - overcrowded); rojo (peligroso);
y negro (desastre). El mosaico permite identificar patrones en horarios, días,
periodos más largos e incluso años. De esta manera es posible tener un
panorama rápido de cual es la distribución de la OC en la guardia durante el
periodo del estudio.
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Tabla 1. Descripción de las variables explicativas donde se observa la
distribución observada para cada una durante el periodo del estudio.

Características evaluadas Todos los días en
periodo

(730 días)

Grupo de dias
de generación

(487 días)

Grupo de días
de validación

(243 días)

p4

Características administrativas del día

Días no laborables 1 32,4% (237) 31% (151) 35,4% (86) 0,233

Días previos a fin de semana largo 1 2,6% (19) 2,5% (12) 2,9% (7) 0,739

Días posteriores a fin de semana largo 1 2,7% (20) 3,1% (15) 1,6% (4) 0,251

Días previos a feriado corto 1 0,3% (2) 0 0,8% (2) 0,111

Días posteriores a feriado corto 1 0,3% (2) 0,2% (1) 0,4% (1) 1

Días de vacaciones de invierno 1 4,4% (32) 4,3% (21) 4,5% (11) 1

Días de vacaciones totales 1 25,8% (189) 26,1% (127) 25,5% (62) 0,870

Características meteorológicas del día

Humedad ambiente (%) 2 72% (DE 12,8) 72,1% (DE 12,7) 71,8% (DE 12,9) 0,7749

Presión atmosférica (hPa) 2 1012,6 (DE 6) 1012.6 (DE 6) 1012.6 (DE 6) 0,9327

Temperatura mínima (°C) 2 14,4 (DE 5,5) 14,3 (DE 5,4) 14,7 (DE 5,6) 0,3316

Temperatura máxima (°C) 2 23,5 (DE 6,4) 23,3 (DE 6,4) 23,9 (DE 6,3) 0,2448

Días fríos 1 6,4% (47) 7,4% (36) 4,5% (11) 0,137

Días calurosos 1 6,2% (45) 4,7% (23) 8,6% (21) 0,036

Días con lluvia 1 27,2% (199) 27,5% (134) 26,3 (64) 0,736

Variables relacionadas a los pacientes que concurren a la CEA

Promedio de edad de los pacientes que
concurrieron el día previo (años) 2

54 (DE 1,4) 54,1 (DE 1,3) 53,9 (DE 1,4) 0,0669

Porcentaje de los pacientes que
consultaron con ETI en el día 3

0,5% (IIC 0,2 - 1)
percentil 95 = 2,8%

0,5% (IIC 0,2 - 1,1) 0,5% (IIC 0,2 - 1) 0,4433

Porcentaje de los pacientes que
consultaron con ETI el día previo 3

0,5% (IIC 0,2 - 1) 0,5% (IIC 0,2 - 1,1) 0,5% (IIC 0,2 - 1) 0,3066

Porcentaje de pacientes con triage verde
del día previo 2

18,9% (DE 2,3) 18,8% (DE 2,3) 19,1% (DE 2,3) 0,0871
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Porcentaje de pacientes con triage
amarillo del dia previo 2

9,5% (DE 1,7) 9,6% (DE 1,8) 9,4% (DE 1,7) 0,1256

Porcentaje de pacientes con triage rojo
diario del día previo 3

0 (IIC 0 - 0,2) 0 (IIC 0 - 0,2) 0 (IIC 0 - 0,2) 0,7153

Porcentaje de triage azul del día previo en
época de brote de influenza estacional 2

4,6% (DE 8) 4,9% (DE 8,2) 4,1% (DE 7,6) 0,2076

Porcentaje triage blanco más azul del día
previo 2

71% (DE 3,1) 71% (DE 3,2) 70,9% (DE 3) 0,6981

Variables relacionadas al personal que desempeña en la CEA y en el hospital

Porcentaje de ausentismo de
administrativos CEA 3

6,7% (IIC 2,2 - 8,9) 6,7% (4,4 - 8,9) 6,7% (2,2 - 8,9) 0,3369

Porcentaje de ausentismo de enfermeros
de la CEA 3

7,1% (IIC 4,3 - 10) 7,1% (4,3 - 10) 5,7% (4,3 - 10) 0,5716

Porcentaje de ausentismo de
administrativos hospitalarios 3

8% (IIC 1 - 10,4) 8,2% (1,1 - 10,4) 7,7% (1 - 10,3) 0,3701

Porcentaje de ausentismo de enfermeros
hospitalarios 3

8,4% (IIC 6 - 10,7) 8,5% (6,1 - 10,7) 8,3% (5,8 - 10,5) 0,2092

Días ocupados por algún congreso 1 4,5% (33) 4,5% (22) 4,5% (11) 0,995

Variables relacionadas con la ocupación y el flujo de pacientes internados

Promedio de estadía hospitalaria del día
previo (días) 2

8,2 (DE 1,23) 8,2 (DE 1,3) 8,3 (DE 1,2) 0,4618

Porcentaje de pacientes con estadía
hospitalaria  superior al tercer cuartil

histórico en el día previo 2

22,3% (DE 4,02) 22,1 (DE 4) 22,6 (DE 4) 0,1435

Porcentaje de ocupación de la sala
general el día previo 3

89% (IIC 85,4 - 91,1) 89,1% (IIC 85,4 -
91,1)

88,9% (IIC 85,6 -
91,2)

0,8998

Porcentaje de ocupación de las áreas
cerradas el día previo al análisis 3

90,7% (IIC 86,2 - 94,1) 91,1% (IIC 86,2 -
94)

89,9% (IIC 86,2 -
94,5)

0.8651

Cirugías programadas de los días
laborables 2

36,4 (DE 9,9) 25,4 (DE 18,4) 23,6 (DE 19,1) 0,2341

Variables relacionadas con el congestionamiento de la guardia

Promedio de score NEDOCS del día
previo 2

111,7 (DE 47,7) 111 (DE 48,8) 113,1 (DE 45,6) 0,5722

Porcentaje de horas con score NEDOCS
negro del día previo 3

0 (IIC 0 - 0)
percentil 10% = 0

percentil 90% = 36%

0 (IIC 0 - 0) 0 (IIC 0 - 0) 0,7543
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Porcentaje de horas con score NEDOCS
rojo o negro del día previo 3

8% (IIC 0 - 44) 4,3% (0 - 44) 13% (0 - 44) 0,1977

Porcentaje de pacientes que se retiran sin
ser vistos (LWOS) 3

3,4% (IIC 2,2 a 5) 3,2 (2,1 - 4,9) 3,5 (2,5 - 5,3) 0,0345

Porcentaje de pacientes que se retiran sin
ser vistos del día anterior (LWOS) 3

3,4% (IIC 2,2 a 5) 3,3 (2,1 - 4,7) 3,5 (2,3 - 5,3) 0,1368

1 Frecuencia relativa en porcentaje (frecuencia absoluta); 2 Promedio (DE - desvío estándar); 3 Mediana (IIC - intervalo
intercuartil); 4 comparación entre grupo de días de generación y grupo de días de validación. Abreviaturas: hPa hectopascales;
°C grados centígrados; ETI enfermedad tipo influenza; CEA central de emergencia de adultos.
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Tabla 2. Factores asociados a trennegro. Se presentan los OR crudos de cada
variable para trennegro, con sus intervalos de confianza de 95% y los p
valores. En el texto se agrega una descripción agrupada de cuales son las
potenciales variables explicativas que aumentan el riesgo de trennegro y cuáles
las que lo disminuyen.

Características OR crudo
(IC95%)

(731 días)

p valor

Características administrativas del día*

Dia de la semana

Domingo (referencia) 1 -

Lunes 1,565 (IC95% 0,612 - 4,004) 0,35

Martes 2,651 (IC95% 1,104 - 6,365) 0,029

Miércoles 2 (IC95% 0,809 - 4,944) 0,133

Jueves 2 (IC95% 0,809 - 4,944) 0,133

Viernes 2,512 (IC95% 1,039 - 6,069) 0,041

Sábado 1,277 (IC95% 0,483 - 3.375) 0,623

Día no laborable 0,499 (IC95% 0,297 - 0,838) 0,009

Día posterior a fin de semana largo 1,775 (IC95% 0,576 - 4,463) 0,317

Día previo a fin de semana largo 1,233 (IC95% 0,352 - 4,311) 0,743

Día previo a feriado corto 6,594 (IC95% 0,409 - 106,296) 0,184

Vacaciones de invierno 0,666 (IC95% 0,199 - 2,229) 0,509

Vacaciones todas 0,104 (IC95% 0,038 - 0,288) 0,001

Características meteorológicas del día

Humedad, por cada aumento de 1% 1,004 (IC95% 0,987 - 1,021) 0,628

Presión atmosférica, por cada aumento de 1 hPa 1,055 (IC95% 1,019 - 1,094) 0,003

Temperatura mínima, por cada aumento de 1°C 0,86 (IC95% 0.823 - 0,899) 0,001

Temperatura máxima, por cada aumento de 1°C 0.904 (IC95% 0,871 - 0,938) 0,001

Día frío 2,731 (IC95% 1,385 - 5,384) 0,004

Día caluroso 0,14 (IC95% 0,019 - 1,026) 0,053

Página 92
Bernardo Martinez



Precipitaciones, por cada aumento de mm de agua 0,973 (IC95% 0,941 - 1,006) 0,112

Día de lluvia 0,614 (IC95% 0,361 - 1,044) 0,072

Variables relacionadas a los pacientes que concurren a la CEA

Promedio edad del dia anterior, por cada aumento de 1
año

0,94 (IC95% 0,806 - 1,099) 0,444

Porcentaje de ETI del día del análisis, por cada aumento
de 1%

1,812 (IC95% 1,516 - 2,166) 0,001

Porcentaje de ETI del día previo al del análisis, por cada
aumento de 1%

2.130  (IC95% 1,752 - 2,589) 0,000

Porcentaje de triage verde, por cada aumento de 1% 0,867 (IC95% 0,787 - 0,955) 0,004

Porcentaje de triage amarillo, por cada aumento de 1% 0,898 (IC95% 0,791 - 1,019) 0,097

Porcentaje de triage rojo, por cada aumento de 1% 2,811 (IC95% 0,974 - 8,115) 0,056

Porcentaje de triage blanco + azul, por cada aumento de
1%

1,118 (IC95% 1,038 - 1,203) 0,003

Variables relacionadas al personal que desempeña en la CEA y en el hospital*

Experiencia de la residencia en días, por cada aumento
de 1 día

0,992 (IC95% 0,990 - 0,995) 0,001

Experiencia de la residencia en meses, por cada aumento
de 1 mes

0,797 (IC95% 0,741 - 0,856) 0,001

Ausentismo administrativo CEA, por cada aumento de
1%

0,863 (IC95% 0.814 - 0,914) 0,001

Ausentismo enfermería CEA, por cada aumento de 1% 0,954 (IC95% 0,9 - 1,011) 0,110

Ausentismo administrativo hospital, por cada aumento
de 1%

1,007 (IC95% 0,965 - 1,05) 0,756

Ausentismo enfermería hospital, por cada aumento de
1%

0,938 (IC95% 0,872 - 1,008) 0,083

Semana del congreso de clínica médica 2,203 (IC95% 0,438 - 11,077) 0,338

Semana previa al congreso de clínica médica 1,091 (IC95% 0,24 - 4,952) 0,910

Semana del congreso de cirugía general 1,886 (IC95% 0,386 - 9,212) 0,433

Semana del congreso de ortopedia 1,647 (IC95% 0,345 - 7,874) 0,532

Semana posterior al congreso de ortopedia 0,498 (IC95% 0,064 - 3,847) 0,504

Semana posterior al congreso de anestesiología 1,091  (IC95% 0,240 - 4,952) 0,910
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Variables relacionadas con la ocupación y el flujo de pacientes internados

Estadía hospitalaria del día previo, por cada aumento de
1 día

1,337 (IC95% 1,128 - 1,585) 0,001

Porcentaje de pacientes internados que superen el
cuarto cuartil de estadía, por cada aumento de 1%

1,088 (IC95% 1,032 - 1,147) 0,002

Ocupación general del día previo, por cada aumento de
1%

1,168 (IC95% 1,09 - 1,251) 0,001

Ocupación área cerrada dia previo, por cada aumento de
1%

1,256 (IC95% 1,178 -  1,34) 0,001

Total de cirugías programadas del día, por cada aumento
de 1 cirugía

1,025 (IC95% 1,011 - 1,038) 0,001

Variables relacionadas con el congestionamiento de la guardia del día previo

Promedio de NEDOCS día previo, por cada aumento de 1
punto

1,116 (IC95% 1,09 - 1,143) 0,001

Porcentaje de horas NEDOCS negras del día previo, por
cada aumento de 1%

1,232 (IC95% 1,177 - 1,29) 0,001

Porcentaje de horas NEDOCS negras y rojas del día
previo, por cada aumento de 1%

1,075 (IC95% 1,062 - 1,088) 0,001

Porcentaje de pacientes que se retiran sin ser vistos el
día del análisis (LWOS), por cada aumento de 1%

1,261 (IC95% 1,156 - 1,377) 0,001

Porcentaje de pacientes que se retiran sin ser vistos el
día previo al del análisis (LWOS), por cada aumento de

1%

1.149 (IC95% 1,051 - 1,256) 0,002

*Se omitieron 1. día posterior a feriado, 2. semana posterior al congreso de clínica médica, 3. semana previa al
congreso de cirugía general, 4. semana posterior al congreso de cirugía general, 5. semana previa al congreso de OyT,
6. semana del congreso de anestesiología, 7. semana previa al congreso de anestesiología por falta de eventos dentro
de uno de los estratos.
Abreviaturas: hPa hectopascales; °C grados centígrados; ETI enfermedad tipo influenza; CEA central de emergencia de
adultos; OyT ortopedia y traumatología.
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Tabla 3. Construcción de modelos predictivos y comparación entre modelos
para trennegro (proceso en detalle disponible en el material adicional en el
siguiente link
https://docs.google.com/document/d/18FmGG2gTT8C7Oi9RjRgHfasQZ6bp13
WW62vGX8yIgMs/edit?usp=sharing). En gris se marca el modelo
seleccionado.

Nombre Variables en el Modelo
(comandos STATA)

Cantidad
de días

Criterio de
Información
de Akaike

Área bajo la
curva ROC

Modelo 3 logistic e1_tren8negro c26_vaca_todas c18_porcentaje_ETI
c7_experienciaDIAS c8_experienciaMES c12_tempmin
c13_tempmax c27CEA_ausent_adminis
c32_opacionGEN_diaprevio c33_opacionCERR_diaprevio
c34_totalQxprogram d1_prom_NumNEDOCS_diaprevio
d2_por_masrojo_diaprevio d3_por_negro_diaprevio if
x6_Generacion_validacion==0

486 66,18 0,998
(IC95%  0,994 - 1)

Modelo 4 logistic e1_tren8negro c26_vaca_todas  c7_experienciaDIAS
c8_experienciaMES  c13_tempmax c27CEA_ausent_adminis
c34_totalQxprogram d1_prom_NumNEDOCS_diaprevio
d2_por_masrojo_diaprevio d3_por_negro_diaprevio if
x6_Generacion_validacion==0

487 62,87 0,997
(IC95% 0,994 - 1)

Modelo 5 logistic e1_tren8negro c26_vaca_todas  c7_experienciaDIAS
c8_experienciaMES  c13_tempmax c27CEA_ausent_adminis
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio if x6_Generacion_validacion==0

487 61,01 0,997
(IC95% 0,994 - 1)

Modelo 6 logistic e1_tren8negro c26_vaca_todas  c7_experienciaDIAS
c8_experienciaMES  c13_tempmax
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c31_estadiamayorQ3 if
x6_Generacion_validacion==0

466 60,71 0,997
(IC95% 0,993 - 1)

Modelo 7 logistic e1_tren8negro c26_vaca_todas   c13_tempmax
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c31_estadiamayorQ3
c21_triage_PorRojo  if x6_Generacion_validacion==0

466 56,58 0,997
(IC95% 0,992 - 1)

Modelo 8 logistic e1_tren8negro c26_vaca_todas
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c31_estadiamayorQ3
c21_triage_PorRojo  c10_humedad  if
x6_Generacion_validacion==0

466 54,92 0,995
(IC95% 0,994 - 1)

Modelo 9 logistic e1_tren8negro c26_vaca_todas
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c31_estadiamayorQ3  c10_humedad
if x6_Generacion_validacion==0

466 55,32 0,997
(IC95% 0,993 - 1)

Modelo 10 logistic e1_tren8negro c26_vaca_todas
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c31_estadiamayorQ3 c10_humedad
c13a_frío if x6_Generacion_validacion==0

466 53,33 0,997
(IC95% 0,991 - 1)
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Tabla 4. Modelo 10 predictivo de trennegro. Se presentan los OR ajustados del
modelo predictivo seleccionado completo con sus intervalos de confianza de
95% y sus p valores.

Variable incluida en el modelo OR (IC95%) p
valor

Vacaciones de invierno + verano c26_vaca_tod
as

0,013 (0,001 - 0,59) 0,025

Promedio de NEDOCS día previo d1_prom_Nu
mNEDOCS_di

aprevio

1,22 (1,06- 1,43) 0,007

Porcentaje de horas NEDOCS negras y
rojas del día previo

d2_por_masro
jo_diaprevio

0,83 (0,74- 0,93) 0,002

Porcentaje de horas NEDOCS negras
del día previo

d3_por_negro
_diaprevio

1,40 (1,17- 1,66) 0,000

Porcentaje de pacientes internados que
superen el cuarto cuartil de estadía

c31_estadiam
ayorQ3

1,41 (1,06- 1,86) 0,017

Humedad c10_humedad 1,10 (1,01- 1,19) 0,025

Día frío c13a_frío 18,96 (1,01-355,92) 0,049
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Figura 4. Probabilidad predicha por el modelo predictivo de trennegro. En los
gráficos se observa como la probabilidad predicha por el modelo discrimina los
días sin y con trennegro, tanto en el grupo de generación como en el grupo de
validación.
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Figura 5. Discriminación. Se presentan las áreas bajo la curva ROC en el
grupo de días de generación y de validación, acompañadas de las curvas ROC
para cada subgrupo. En ambos gráficos se observa un área bajo la curva muy
alta, cercana a 1 que indica alta discriminación.

Discriminación aparente
Grupo de generación

(487 días)

Discriminación de validación interna
Grupo de validación

(243 días)

0,997 (IC95% 0,991 - 1) 0,997 (IC95% 0,994 - 1)
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Figura 6. Calibración. Gráficos de calibración de modelos predictivos utilizando
los grupos de días de generación y de validación. Las calibracion completa por
decilos, se muestran en la tabla 5. En ambas curvas de calibración se observa
la alta calibración del modelo predictivo de trennegro.

Calibración aparente
Grupo de generación

(487 días)

Calibración de validación interna
Grupo de validación

(243 días)
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Tabla 5. Calibración del modelo 10 predictivo de trennegro. se presentan las
probabilidades estimadas por el modelo 10 y las probabilidades observadas por
deciles. En la tabla se observa la alta calibración evidenciada por alta
concordancia entre los predichos y los observados por decilos del modelo
predictivo de trennegro.

Calibración aparente
Grupo de días de generación

(487 días)

Calibración de validación interna
Grupo de días de validación

(243 días)

Percentil cantidad de
días

Probabilidad
observada

Probabilidad
estimada por

el modelo

Cantidad de
días

Probabilidad
observada

Probabilidad
estimada por

el modelo

1 49 0 6,92*10-10 21 0 1,05*10-9

2 47 0 2,44*10-8 23 0 2,10*10-8

3 46 0 2,77*10-7 24 0 2,47*10-7

4 50 0 2,11*10-6 19 0 2,41*10-6

5 45 0 9,64*10-6 25 0 9,54*10-6

6 41 0 0,00004 29 0 0,00004

7 46 0 0,00023 23 0 0,0003

8 46 0,02 0,0024 24 0 0,003

9 51 0,31 0,33 19 0,53 0,48

10 45 1 1 24 1 1

Total 466 0,13 0,13 231 0,15 0,14
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Figura 7. Calibración por bootstrapping. Gráfico de calibración ajustado por
optimismo de modelos predictivos de trennegro que evidencia alta calibración.
Se generó utilizando 200 muestras de bootstrapping de tamaño 730.
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Tabla 6. Estimación de sensibilidad, especificidad, valor predictivo positivo y
valor predictivo negativo para cada punto de corte de probabilidad predicha por
el modelo 10. Se presenta cada estimador con sus intervalos de confianza de
95%. En esta tabla se muestran como cambia la performance diagnóstica del
modelo predictivo de trennegro con diferentes puntos de corte para los valores
predichos por el modelo.

Total
697 días
(IC95%)

Generación
487 días
(IC95%)

Validación
243 días
(IC95%)

Punto de corte 0,2

Sensibilidad 99%
(94,3% - 100%)

98,4%
(91,3% - 100%)

100%
(89,7% - 100%)

Especificidad 97,5%
(95,9% - 98,6%)

97,3%
(95,2% - 98,6%)

98%
(94,9% - 99,4%)

Valor predictivo positivo 86,4%
(78,5% - 92,2%)

84,7%
(74,3% - 92,1%)

89,5%
(75,2% - 97,1%)

Valor predictivo negativo 99,8%
(99,1% - 100%)

99,7%
(98,6% - 100%)

100%
(98,1% - 100%)

Punto de corte 0,5

Sensibilidad 92,7%
(85,6% - 97%)

95,2%
(86,5% - 99%)

88,2%
(72,5% - 96,7%)

Especificidad 99,3%
(98,3% - 99,8%)

99,5%
(98,2% - 99,9%)

99%
(96,4% - 99,9%)

Valor predictivo positivo 95,7%
(89,4% - 98,8%)

96,7%
(88,7% - 99,6%)

93,8%
(79,2% - 99,2%)

Valor predictivo negativo 98,8%
(97,6% - 99,5%)

99,3%
(97,9% - 99,8%)

98%
( 94,9% - 99,4%)

Punto de corte 0,8

Sensibilidad 84,4%
(75,5% - 91%)

85,5%
(74,2% - 93,1%)

82,4%
(65,5% - 93,2%)

Especificidad 99,8%
(99,1% - 100%)

100%
(99,1% - 100%)

99,5%
(97,2% - 100%)

Valor predictivo positivo 98,8%
(93,4% - 100%)

100%
(93,3% - 100%)

96,6%
(82,2% - 99,9%)

Valor predictivo negativo 97,6%
(96% - 98,6%)

97,8%
(95,9% - 99%)

97%
(93,6% - 98,9%)

Punto de corte 0,9

Sensibilidad 79,2%
(69,7% - 86,8%)

79,0%
(66,8% - 88,3%)

79,4%
(62,1% - 91,3%)
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Especificidad 99,8%
(99,1% - 100,0%)

100,0%
(99,1% - 100,0%)

99,5%
(97,2% - 100,0%)

Valor predictivo positivo 98,7%
(93,0% - 100,0%)

100,0%
(92,7% - 100,0%)

96,4%
(81,7% - 99,9%)

Valor predictivo negativo 96,8%
(95,1% - 98,0%)

96,9%
(94,7% - 98,3%)

96,6%
(93,0% - 98,6%)
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Tabla 7. Modelo 107 de inicio de trennegro. Se presentan los OR ajustados del
modelo predictivo seleccionado completo con sus intervalos de confianza de
95% y sus p valores. Los otros modelos predictivos de inicio de trennegro estan
disponibles en el material adicional en el siguiente link
https://docs.google.com/document/d/18FmGG2gTT8C7Oi9RjRgHfasQZ6bp13
WW62vGX8yIgMs/edit?usp=sharing.

Variable incluida en el modelo OR (IC95%) p
valor

Promedio de NEDOCS día previo d1_prom_Nu
mNEDOCS_di

aprevio

1,35 (1,04 -1,76) 0,026

Porcentaje de horas NEDOCS negras y
rojas del día previo

d2_por_masro
jo_diaprevio

0,75 (0,61 - 0,92) 0,006

Porcentaje de horas NEDOCS negras
del día previo

d3_por_negro
_diaprevio

1,62 (1,17- 2,25) 0,004
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Tabla 8. Modelo predictivo 208 de fin de trennegro. Se presentan los OR
ajustados del modelo predictivo seleccionado completo con sus intervalos de
confianza de 95% y sus p valores. Los otros modelos predictivos de fin de
trennegro estan disponibles en el material adicional en el siguiente link
https://docs.google.com/document/d/18FmGG2gTT8C7Oi9RjRgHfasQZ6bp13
WW62vGX8yIgMs/edit?usp=sharing.

Variable incluida en el modelo OR (IC95%) p
valor

Porcentaje de horas NEDOCS negras
del día previo

d3_por_negro
_diaprevio

0,634(0,463 - 0,868) 0,004

Porcentaje de horas NEDOCS negras y
rojas del día previo

d2_por_masro
jo_diaprevio

1,148(1,014-1,299) 0,028

Ocupación de la sala general el día
previo

c32_opacionG
EN_diaprevio

0,663(0,420-1,046) 0,078

Día Sábado c1_SABADO7
_dia_semana

0,007(0,0006-0,930) 0,047
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Figura 8. Discriminación en grupo de validacion externa. Se presentan las
áreas bajo la curva ROC en el grupo de días de validación externa HIBAC e
HIBA San Justo para cada subgrupo para los 3 modelos predictivos. Se
observan áreas bajo la curva aceptables.

Discriminacion HIBAC 2019
Validación externa temporal

Discriminación HIBA San Justo 2019
Validación externa

Modelo predictivo de trennegro

0,827 (IC95% 0,766 - 0,887) 0,843 (IC95% 0,789 - 0,897)

Modelo predictivo inicio de trennegro

0,813 (IC95% 0,752 - 0,873) 0,86 (IC95% 0,81 - 0,91)
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Discriminacion HIBAC 2019
Validación externa temporal

Discriminación HIBA San Justo 2019
Validación externa

Modelo predictivo de fin de trennegro

0,711 (IC95% 0,619 - 0,802) 0,785 (IC95% 0,711 - 0,859)
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Figura 9. Calibración en grupo de validación externa. Se presentan los gráficos
de calibración en el grupo de días de validación externa HIBAC e HIBA San
Justo, para los 3 modelos predictivos.
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Gráfico 6. Promedio de valor de NEDOCS en función del tiempo en días
durante el periodo del estudio. En este gráfico se observan los picos de mayor
valor de NEDOCS, que coinciden con los periodos de mayor distribución de
NEDOCS en las categorías rojo (peligroso) y negro (desastre) del gráfico 5.
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Figura 10. a. Correlograma que muestra la autocorrelación del promedio diario
de NEDOCS en función de los lags de tiempo en días. La tendencia tiene un
componente de media móvil, con una variación decreciente exponencial en el
correlograma parcial hasta de orden 14 por fuera de las bandas de confianza
del no efecto (en gris). b. Correlograma parcial del promedio diario de NEDOCS
en función de los lags de tiempo en días. Se observa que la tendencia del
promedio diario de NEDOCS en el tiempo tiene un componente autorregresivo
de orden 1 por fuera de las bandas de confianza del no efecto (en gris). En
ambos correlogramas se evidencia oscilaciones que impresionan compatibles
con estacionalidad, con un patrón periódico cada 7 días que podría
corresponder a las diferencias entre los días de la semana evidenciadas en el
gráfico 5 y en el análisis descriptivo.

a. Correlograma b. Correlograma parcial
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Tabla 9. Comparación de modelos alternativos autorregresivos para predicción
del promedio diario de NEDOCS. Se seleccionó como el mejor modelo el
modelo 10, marcado en gris.

Modelo
ARIMA (p,d,q)

Estimadores
significativos

CIA CIB Volatilidad
(Sigma)

log
likelihood

1. ARIMA(1,0,14) 6/17 6412,26 6488,86 28,41 -3189,13

2. ARIMA(1,0,10) 8/13 6423,74 6482,32 28,84 -3198,87

3. ARIMA(1,0,8) 8/11 6420,36 6469,92 28,85 -3199,18

4. ARIMA(1,0,8)
SARIMA(1,0,1,7)

8/13 6462,37 6520,95 29,02 -3218,18

5. ARIMA(1,0,10)
SARIMA(1,0,1,7)

6/14 6463,33 6526,41 28,98 -3217,67

6. ARIMA(1,0,7)
dia de la semana

10/15 6365,53 6437,62 26,91 -3166,76

7. ARIMA(1,0,8)
dia de la semana

16/16 6362,58 6434,68 26,88 -3165,29

8. ARIMA(1,0,10)
dia de la semana

9/19 6363,62 6449,23 26,85 -3162,81

9. ARIMA(1,0,8)
SARIMA(1,0,1,7)
dia de la semana

17/18 6366,58 6447,69 26,87 -3165,29

10. ARIMA(1,0,8)
SARIMA(1,0,0,7)
dia de la semana

17/17 6359,42 6436,01 26,88 -3162,71

11. ARIMA(1,0,10)
SARIMA(1,0,1,7)
dia de la semana

16/20 6363,98 6454,09 26,84 -3161,99

12. ARIMA(1,0,10)
SARIMA(1,0,0,7)
dia de la semana

16/19 6362,28 6447,89 26,85 -3162,14
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Figura 11. a. Correlograma que muestra la ausencia de estructura o
correlación residual en los residuos del modelo 10 en función del tiempo en
lags. b. Correlograma parcial de los residuos del modelo 10 en función del
tiempo en lags. En ambos correlogramas se evidencia la ausencia de
estructura o correlación residual al ajustar el modelo 10.

b. Correlograma b. Correlograma parcial
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Gráfico 7. Se presentan los valores observados del promedio diario de
NEDOCS y los valores predichos de promedio diario de NEDOCS por el
modelo 10 en el grupo de dias de generación (1/6/2016 - 31/3/2018) y de
validación (1/4/2018 - 31/5/2018, luego de la línea vertical roja). Este gráfico
evidencia la similitud entre lo observado y predicho por el modelo en función
del tiempo.
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Anexo I. Listado de abreviaturas

Abreviatura Aclaración

ABC Área bajo la curva

AHQR Agency for Healthcare Research and Quality

AIC Criterio de Información de Akaike.

ANMAT Administración Nacional de Medicamentos, Alimentos y Tecnología
Médica (http://www.anmat.gov.ar/).

ARIMA Modelo autorregresivo integrado de promedio móvil (acrónimo del inglés
autoregressive integrated moving average).

BIC Criterio de información Bayesiano.

ºC Grados centígrados.

CABA Ciudad Autónoma de Buenos Aires.

CEA Central de emergencia de adultos.

CEPI Comité de Ética de Protocolos de Investigación institucional del Hospital
Italiano de Buenos Aires
(https://www.hospitalitaliano.org.ar/#!/home/cepi/inicio).

col. “y col.” como referencia a los autores de los estudios previos
publicados, corresponde a “y colaboradores”.

DE Desvío Estándar.

EDWIN Emergency Department Work Index.

estadístico c Concordance statistic. Área bajo la curva ROC del modelo predictivo.

ETI Enfermedad tipo influenza.

HIBA Hospital Italiano de Buenos Aires (www.hospitalitaliano.org.ar).

HIBAC Hospital Italiano de Buenos Aires central.

hPa Hectopascales.

HR Hazard Ratio. Medida de asociación natural estimada por modelo de
regresión de Cox.

ICH E6 E6 Guía de Buenas Prácticas Clínicas (International Conference on
Harmonisation of Technical Requirements for Registration of
Pharmaceuticals for Human Use - http://www.ich.org/).

IC95% Intervalo de confianza de 95%.

IIC Intervalo Intercuartilo.

LWOS Pacientes que se retiran de la guardia sin ser vistos.
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mm Milímetros de lluvia.

NEDOCS National Emergency Department Overcrowding Study,

OC Overcrowding o superpoblación.

OR Odds Ratio, medida de asociación.

OyT Ortopedia y traumatología.

PS Plan de Salud del Hospital Italiano de Buenos Aires
(https://www.hospitalitaliano.org.ar/#!/home/plan/inicial).

Q3 Se utilizó para la variable explicativa estadía mayor Q3 que
corresponde a estadía mayor al tercer cuartil histórico.

ROC Receiver Operating Characteristic, o Característica Operativa del
Receptor. Curva ROC.

SMN Servicio Meteorológico Nacional (https://www.smn.gob.ar/).
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Anexo II. Análisis y material adicional

Tabla a1. Evaluación de colinealidad con las variables incluidas en los modelos
predictivos (evalaucion de colinealidad ampliada disponible en el material
adicional en el siguiente link
https://docs.google.com/document/d/18FmGG2gTT8C7Oi9RjRgHfasQZ6bp13
WW62vGX8yIgMs/edit?usp=sharing).

c1_SABA
DO7_dia_
semana

c10_hum
edad

c13a_frí
o

c26_vac
a_todas

c31_esta
diamayor
Q3

c32_opaci
onGEN_di
aprevio

d1_prom_Nu
mNEDOCS_
diaprevio

d2_por_
masrojo
_diaprevi
o

c1_SABADO7_dia_semana 1

c10_humedad -0,0027 1

c13a_frío -0,0285 0,1269 1

c26_vaca_todas 0,0173 -0,1726 -0,0096 1

c31_estadiamayorQ3 0,3933 0,0362 0,0541 0,0674 1

c32_opacionGEN_diaprevio -0,3616 0,1001 0,0887 -0,166 -0,2723 1

d1_prom_NumNEDOCS_diaprevio -0,0106 0,0615 0,1059 -0,312 0,1244 0,3032 1

d2_por_masrojo_diaprevio -0,0227 0,0444 0,0851 -0,2706 0,1138 0,2287 0,8683 1

d3_por_negro_diaprevio -0,0499 0,0292 0,1301 -0,2169 0,1086 0,167 0,8195 0,7871
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Tabla a2. Términos de interacción testeados en la construcción de modelos.a.
p del análisis multivariado para el término de interacción 0,241. b. p del análisis
multivariado para el término de interacción 0,311. c. p del análisis multivariado
para el término de interacción 0,258. Todas las p adicionales corresponden al
modelo multivariado para trennegro, ver apartados 4.4. Modelos predictivos de
trennegro y validación.

c26_vaca_tod
as

d1_prom_Nu
mNEDOCS_
diaprevio

d2_por_masr
ojo_diaprevio

d3_por_neg
ro_diaprevio

c13a_frío c21_triage_
PorRojo

c31_estadia
mayorQ3

c26_vaca_todas -

d1_prom_NumNEDOCS_diap
revio

0,654 -

d2_por_masrojo_diaprevio 0,981 0,923 -

d3_por_negro_diaprevio 0,990 0,060b 0,258 -

c13a_frío 0,609 0,855 0,365 0,966 -

c21_triage_PorRojo 0,166 0,474 0,8 0,858 0,276 -

c31_estadiamayorQ3 0,530 0,413 0,327 0,484 0,222 0,549 -

c10_humedad 0,005a 0,915 0,924 0,315 0,012c 0,349 0,130
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Tabla a3. Factores asociados a inicio de trennegro. Se presentan los OR
crudos de cada variable para trennegro, con sus intervalos de confianza de
95% y los p valores.

Características OR crudo
(IC95%)

(668 días)

p valor

Características administrativas del día*

Dia de la semana

Domingo (referencia) 1

Lunes 1,473 (IC95% 0,625 - 3,471) 0,376

Martes 1,888 (IC95% 0,831 - 4,291) 0,129

Miércoles 0,366 (IC95% 0,086 - 1,553) 0,173

Jueves 1,251 (IC95% 0,505 - 3,097) 0,629

Viernes 2,206 (IC95% 0,999 - 4,867) 0,050

Dia no laborable 0,180 (IC95% 0,054 - 0,595) 0,005

Día posterior a fin de semana largo 5,325 (IC95% 1,668 - 16,993) 0,005

Día previo a fin de semana largo 1,136 (IC95% 0,146 - 8,821) 0,903

Vacaciones de invierno 0,614 (IC95% 0,081 - 4,640) 0,636

Vacaciones todas 0,147 (IC95% 0,035 - 0,619) 0,009

Características meteorológicas del día

Humedad, por cada aumento de 1% 1,003 (IC95% 0,976 - 1,030) 0,837

Presión atmosférica, por cada aumento
de 1 hPa

1,033 (IC95% 0,976 - 1,094) 0,264

Temperatura mínima, por cada aumento
de 1°C

0,903 (IC95% 0,845 - 0,965) 0,003

Temperatura máxima, por cada aumento
de 1°C

0,937 (IC95% 0,886 - 0,990) 0,022

Día frío 1,103 (IC95% 0,254 - 4,796) 0,896

Precipitaciones, por cada aumento de
mm de agua

0,963 (IC95% 0,902 - 1,028) 0,255

Dia de lluvia 0,54 (IC95% 0,220 - 1,327) 0,180
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Variables relacionadas a los pacientes que concurren a la CEA

Promedio edad del dia anterior, por cada
aumento de 1 año

0,949 (IC95% 0,741 - 1,218) 0,683

Porcentaje de ETI del día del análisis,
por cada aumento de 1%

1,278 (IC95% 0,959 - 1,702) 0,094

Porcentaje de ETI del día previo al del
análisis, por cada aumento de 1%

1,587 (IC95% 1,174 - 2,145) 0,003

Porcentaje de triage verde, por cada
aumento de 1%

0,854 (IC95% 0,734 - 0,994) 0,042

Porcentaje de triage amarillo, por cada
aumento de 1%

0,901 (IC95% 0,737 - 1,101) 0,309

Porcentaje de triage rojo, por cada
aumento de 1%

1,576 (IC95% 0,257 - 9,652) 0,623

Porcentaje de triage blanco + azul, por
cada aumento de 1%

1,140 (IC95% 1,013 - 1,283) 0,030

Variables relacionadas al personal que desempeña en la CEA y en el hospital*

Experiencia de la residencia en días, por
cada aumento de 1 día

0,998 (IC95% 0,994 - 1,001) 0,181

Experiencia de la residencia en meses,
por cada aumento de 1 mes

0,935 (IC95% 0,844 - 1,037) 0,204

Ausentismo administrativo CEA, por
cada aumento de 1%

0,931 (IC95% 0,86 - 1,008) 0,080

Ausentismo enfermería CEA, por cada
aumento de 1%

0,995 (IC95% 0,911 - 1,087) 0,911

Ausentismo administrativo hospital, por
cada aumento de 1%

1,062 (IC95% 0,992 - 1,136) 0,082

Ausentismo enfermeria hospital, por
cada aumento de 1%

1,013 (IC95% 0,908 - 1,13) 0,817

Semana del congreso de clínica médica 3,078 (IC95% 0,36 - 26,295) 0,304

Semana previa al congreso de clínica
médica

3,141 (IC95% 0,675 - 14,614) 0,144

Semana del congreso de cirugía general 2,634 (IC95% 0,315 - 22,025) 0,371

Semana del congreso de OyT 2,301 (IC95% 0.28 - 18,932) 0,438

Semana posterior al congreso de
anestesiología

1,524 (IC95% 0,192 - 12,069) 0,690
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Variables relacionadas con la ocupación y el flujo de pacientes internados

Estadía hospitalaria del día previo, por
cada aumento de 1 día

1,12 (IC95% 0,855 - 1,466) 0,412

Porcentaje de pacientes internados que
superen el cuarto cuartil de estadía, por

cada aumento de 1%

1,024 (IC95% 0,942 - 1,113) 0,575

Ocupación general del día previo, por
cada aumento de 1%

1,165 (IC95% 1,044 - 1,299) 0,006

Ocupación área cerrada dia previo, por
cada aumento de 1%

1,235 (IC95% 1,120 - 1,362) <0,001

Total de cirugías programadas del día,
por cada aumento de 1 cirugía

1,046 (IC95% 1,02 - 1,073) 0,001

Variables relacionadas con el congestionamiento de la guardia del día previo

Promedio de NEDOCS día previo, por
cada aumento de 1 punto

1,114 (IC95% 1,081 - 1,149) <0,001

Porcentaje de horas NEDOCS negras del
día previo, por cada aumento de 1%

1,284 (IC95% 1,182 - 1,395) <0,001

Porcentaje de horas NEDOCS negras y
rojas del día previo, por cada aumento

de 1%

1,060 (IC95% 1,046 - 1,075) <0,001

Porcentaje de pacientes que se retiran
sin ser vistos el día del análisis (LWOS),

por cada aumento de 1%

1,309 (IC95% 1,156 - 1,483) <0,001

Porcentaje de pacientes que se retiran
sin ser vistos el día previo al del análisis

(LWOS), por cada aumento de 1%

1,112 (IC95% 0,967 - 1,28) 0,136

*Se omitieron 1. dia sabado, 2. dia de calor, 3. cirugía general, 4. semana posterior al
congreso de cirugía general, 5. semana previa al congreso de OyT, 6. semana del congreso
de anestesiología, 7. semana previa al congreso de anestesiología por falta de eventos
dentro de uno de los estratos.
Abreviaturas: hPa hectopascales; °C grados centígrados; ETI enfermedad tipo influenza;
CEA central de emergencia de adultos; OyT ortopedia y traumatología.
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Tabla a4. Construcción de modelos predictivos para inicio de trennegro y
comparación entre modelos (proceso en detalle disponible en material adicional
https://docs.google.com/document/d/18FmGG2gTT8C7Oi9RjRgHfasQZ6bp13
WW62vGX8yIgMs/edit?usp=sharing).

Nombre Variables en el Modelo
(comandos STATA)

Cantidad
de días

Criterio de
Información
de Akaike

Área bajo la
curva ROC

Modelo 100 logistic e1b_INICIOtren8negro c34_totalQxprogram
c32_opacionGEN_diaprevio c2_no_laborable
c3_post_findelargo c26_vaca_todas
c33_opacionCERR_diaprevio
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c12_tempmin if
x6_Generacion_validacion==0

448 32,44 0,999
(IC95%  0,998 - 1)

Modelo 101 logistic e1b_INICIOtren8negro c34_totalQxprogram
c32_opacionGEN_diaprevio c2_no_laborable  c26_vaca_todas
c33_opacionCERR_diaprevio
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c12_tempmin if
x6_Generacion_validacion==0

448 30,72 0,999
(IC95%  0,998 - 1)

Modelo 102 logistic e1b_INICIOtren8negro c34_totalQxprogram
c32_opacionGEN_diaprevio  c26_vaca_todas
c33_opacionCERR_diaprevio
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c12_tempmin if
x6_Generacion_validacion==0

448 29,05 0,999
(IC95% 0,998 - 1)

Modelo 103 logistic e1b_INICIOtren8negro  c32_opacionGEN_diaprevio
c26_vaca_todas c33_opacionCERR_diaprevio
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c12_tempmin if
x6_Generacion_validacion==0

448 27,53 0,999
(IC95%  0,998 - 1)

Modelo 104 logistic e1b_INICIOtren8negro  c26_vaca_todas
c33_opacionCERR_diaprevio
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c12_tempmin if
x6_Generacion_validacion==0

448 27,59 0,999
(IC95% 0,997 - 1)

Modelo 105 logistic e1b_INICIOtren8negro  c33_opacionCERR_diaprevio
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c12_tempmin if
x6_Generacion_validacion==0

448 26,39 0,999
(IC95% 0,997 - 1)

Modelo 106 logistic e1b_INICIOtren8negro
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio c12_tempmin if
x6_Generacion_validacion==0

449 26,43 0,998
(IC95% 0,996 - 1)

Modelo 107 logistic e1b_INICIOtren8negro
d1_prom_NumNEDOCS_diaprevio d2_por_masrojo_diaprevio
d3_por_negro_diaprevio  if x6_Generacion_validacion==0

449 29,05 0,998
(IC95% 0,995 - 1)
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Figura a1. Histograma de probabilidad predicha por el modelo predictivo de
inicio de trennegro. En los gráficos se observa como la probabilidad predicha
por el modelo discrimina los días sin y con inicio de trennegro, tanto en el grupo
de generación como en el grupo de validación.
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Figura a2. Discriminación. Se presentan las áreas bajo la curva ROC en el
grupo de días de generación y de validación, acompañadas de las curvas ROC
para cada subgrupo para inicio de trennegro. En ambos gráficos se observa un
área bajo la curva muy alta, cercana a 1 que indica alta discriminación.

Discriminación aparente
Grupo de generación

(449 días)

Discriminación de validación interna
Grupo de validación

(219 días)

0,9981 (IC95% 0,995 - 1) 0,9974 (IC95% 0,992 - 1)
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Tabla a5. Calibración del modelo 107 predictivo de inicio de trennegro. se
presentan las probabilidades estimadas por el modelo 107 y las probabilidades
observadas por deciles.

Grupo de días de generación
(449 días)

Grupo de días de validación
(219 días)

Percentil cantidad de
días

Probabilidad
observada

Probabilidad
estimada por

el modelo

Cantidad de
días

Probabilidad
observada

Probabilidad
estimada por

el modelo

1 54 0 3,21*10-12 20 0 3,7*10-12

2 47 0 1,4*10-10 26 0 8,48*10-11

3 55 0 2,5*10-9 18 0 2,8*10-9

4 39 0 1,7*10-8 34 0 1,27*10-8

5 54 0 7,55*10-8 19 0 6,76*10-8

6 45 0 3,4*10-7 28 0 3,27*10-7

7 46 0 1,39*10-6 27 0 1,32*10-6

8 49 0 0,0000115 24 0 0,0000131

9 45 0,2 0,205 18 0,28 0,18

10 15 1 0,983 6 1 0,98

Total 449 0,053 0,053 220 0,050 0,042
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Figura a3. Calibración. Gráficos de calibración de modelos predictivos para
inicio de trennegro utilizando los grupos de días de generación y de validación.
Las calibracion completa por decilos, se muestran en la tabla a4. En ambas
curvas de calibración se observa la alta calibración del modelo predictivo de
inicio de trennegro.

Calibración aparente
Grupo de generación

(449 días)

Calibración de validación interna
Grupo de validación

(219 días)
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Figura a4. Calibración por bootstrapping. Gráfico de calibración ajustado por
optimismo de modelos predictivos de inicio de trennegro que evidencia alta
calibración. Se generó utilizando 200 muestras de bootstrapping de tamaño
668.
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Tabla a6. Factores asociados a fin de trennegro. Se presentan los OR crudos
de cada variable para fin de trennegro, con sus intervalos de confianza de 95%
y los p valores.

Características OR crudo
(IC95%)

(132 días)

p valor

Características administrativas del día*

Dia de la semana

Domingo (referencia) 1

Lunes 0,644 (IC95% 0,171 -  2,429) 0,516

Martes 0,241 (IC95% 0,053 - 1,095) 0,065

Miércoles 1,093 (IC95% 0,388 - 3,077) 0,866

Jueves 1,093 (IC95% 0,388 - 3,078) 0,866

Viernes 0,878 (IC95% 0,318 - 2,422) 0,801

Sábado 2,486 (IC95% 0,894 - 6,911) 0,081

Dia no laborable 2,176 (IC95% 0,940 - 5,037) 0,069

Día previo a feriado corto 2,743 (IC95% 0,167 - 45,046) 0,480

Vacaciones de invierno 0,895 (IC95% 0,090 - 8,895) 0,925

Vacaciones todas 1,367 (IC95% 0,239 - 7,809) 0,725

Características meteorológicas del día

Humedad, por cada aumento de 1% 1,026 (IC95% 0,994 - 1,060) 0,114

Presión atmosférica, por cada aumento
de 1 hPa

0,963 (IC95% 0,904 - 1,026) 0,246

Temperatura mínima, por cada
aumento de 1°C

1,068 (IC95% 0,977 - 1,169) 0,147

Temperatura máxima, por cada
aumento de 1°C

0,989 (IC95% 0,918 - 1,065) 0,769

Día frío 1,029 (IC95% 0,339 - 3,127) 0,959

Precipitaciones, por cada aumento de
mm de agua

1,010 (IC95% 0,959 - 1,063) 0,704
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Dia de lluvia 1,906 (IC95% 0,795 - 4,574) 0,148

Variables relacionadas a los pacientes que concurren a la CEA

Promedio edad del dia anterior, por
cada aumento de 1 año

0,999 (IC95% 0,752 - 1,328) 0,997

Porcentaje de ETI del día del análisis,
por cada aumento de 1%

0,956 (IC95% 0,740 - 1,237) 0,733

Porcentaje de ETI del día previo al del
análisis, por cada aumento de 1%

0,619 (IC95% 0,422 - 0,909) 0,014

Porcentaje de triage verde, por cada
aumento de 1%

1,095 (IC95% 0,905 - 1,325) 0,349

Porcentaje de triage amarillo, por cada
aumento de 1%

1,260 (IC95% 0,987 - 1,610) 0,063

Porcentaje de triage rojo, por cada
aumento de 1%

2,492 (IC95% 0,529 - 11,736) 0,248

Porcentaje de triage blanco + azul, por
cada aumento de 1%

0,876 (IC95% 0,766 - 1,001) 0,052

Variables relacionadas al personal que desempeña en la CEA y en el hospital*

Experiencia de la residencia en días,
por cada aumento de 1 día

1,002 (IC95% 0,999 - 1,005) 0,200

Experiencia de la residencia en meses,
por cada aumento de 1 mes

1,068 (IC95% 0,968 - 1,179) 0,191

Ausentismo administrativo CEA, por
cada aumento de 1%

1,020 (IC95% 0,915 - 1,138) 0,715

Ausentismo enfermería CEA, por cada
aumento de 1%

0,982 (IC95%  0,873 - 1,105) 0,767

Ausentismo administrativo hospital,
por cada aumento de 1%

0,929 (IC95% 0,846 - 1,018) 0,118

Ausentismo enfermeria hospital, por
cada aumento de 1%

0,922 (IC95% 0,783 - 1,086) 0,332

Semana del congreso de clínica
médica

2,794 (IC95% 0,379 - 20,619) 0,314

Semana previa al congreso de clínica
médica

1,357 (IC95% 0,119 - 15,439) 0,806

Semana del congreso de cirugía
general

1,357 (IC95% 0,119 - 15,439) 0,806
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Variables relacionadas con la ocupación y el flujo de pacientes internados

Estadía hospitalaria del día previo, por
cada aumento de 1 día

1,032 (IC95% 0,757 - 1,407) 0,841

Porcentaje de pacientes internados
que superen el cuarto cuartil de

estadía, por cada aumento de 1%

1,003 (IC95% 0,911- 1,104) 0,945

Ocupación general del día previo, por
cada aumento de 1%

0,831 (IC95% 0,732 - 0,943) 0,004

Ocupación área cerrada dia previo, por
cada aumento de 1%

0,909 (IC95% 0,816 - 1,012) 0,084

Total de cirugías programadas del día,
por cada aumento de 1 cirugía

0,977 (IC95% 0,956 - 0,997) 0,029

Variables relacionadas con el congestionamiento de la guardia del día previo

Promedio de NEDOCS día previo, por
cada aumento de 1 punto

0,924 (IC95% 0,896 - 0,953) <0,001

Porcentaje de horas NEDOCS negras
del día previo, por cada aumento de 1%

0,834 (IC95% 0,780 - 0,893) <0,001

Porcentaje de horas NEDOCS negras y
rojas del día previo, por cada aumento

de 1%

0,950 (IC95% 0,934 - 0,967) <0,001

Porcentaje de pacientes que se retiran
sin ser vistos el día del análisis

(LWOS), por cada aumento de 1%

0,833 (IC95% 0,701 - 0,991) 0,040

Porcentaje de pacientes que se retiran
sin ser vistos el día previo al del

análisis (LWOS), por cada aumento de
1%

0,833 (IC95% 0,692 - 1,002) 0,054

*Se omitieron 1. día posterior a feriado corto, 2. semana posterior al congreso de clínica
médica, 3. semana previa al congreso de cirugía general, 4. semana posterior al congreso
de cirugía general, 5. semana previa al congreso de OyT, 6. semana del congreso de
anestesiología, 7. semana previa al congreso de anestesiología, 8. día caluroso, 9.día
previo a fin de semana largo, 10. dia posterior a fin de semana largo, 11 semana del
congreso de OyT, 12 semana posterior al congreso de OyT, 13 semana posterior al
congreso de anestesia por falta de eventos dentro de uno de los estratos,
Abreviaturas: hPa hectopascales; °C grados centígrados; ETI enfermedad tipo influenza;
CEA central de emergencia de adultos; OyT ortopedia y traumatología.
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Tabla a7. Construcción de modelos predictivos para fin de trennegro y
comparación entre modelos (proceso en detalle disponible en material adicional
https://docs.google.com/document/d/18FmGG2gTT8C7Oi9RjRgHfasQZ6bp13
WW62vGX8yIgMs/edit?usp=sharing).

Nombre Variables en el Modelo
(comandos STATA)

Cantidad
de días

Criterio de
Información
de Akaike

Área bajo la
curva ROC

Modelo 200 logistic e1c_FINtren8negro d1_prom_NumNEDOCS_diaprevio
d3_por_negro_diaprevio d2_por_masrojo_diaprevio
c32_opacionGEN_diaprevio c33_opacionCERR_diaprevio
c18b_DP_porcentaje_ETI c16_porcentaje_LWOS
c24b_triage_PorBlancoAzul c33_opacionCERR_diaprevio
c20_triage_PorAmarillo c1_MARTES3_dia_semana
c2_no_laborable c1_SABADO7_dia_semana if
x6_Generacion_validacion==0

87 39,61 0,996
(IC95% 0,988 - 1)

Modelo 201 logistic e1c_FINtren8negro d1_prom_NumNEDOCS_diaprevio
d3_por_negro_diaprevio d2_por_masrojo_diaprevio
c32_opacionGEN_diaprevio c18b_DP_porcentaje_ETI
c16_porcentaje_LWOS c24b_triage_PorBlancoAzul
c33_opacionCERR_diaprevio c20_triage_PorAmarillo
c1_MARTES3_dia_semana  c1_SABADO7_dia_semana if
x6_Generacion_validacion==0

87 37,61 0,996
(IC95% 0,988 - 1)

Modelo 202 logistic e1c_FINtren8negro d1_prom_NumNEDOCS_diaprevio
d3_por_negro_diaprevio d2_por_masrojo_diaprevio
c32_opacionGEN_diaprevio c18b_DP_porcentaje_ETI
c16_porcentaje_LWOS  c33_opacionCERR_diaprevio
c20_triage_PorAmarillo c1_MARTES3_dia_semana
c1_SABADO7_dia_semana if x6_Generacion_validacion==0

87 35,61 0,995
(IC95% 0,986 - 1)

Modelo 203 logistic e1c_FINtren8negro d1_prom_NumNEDOCS_diaprevio
d3_por_negro_diaprevio d2_por_masrojo_diaprevio
c32_opacionGEN_diaprevio c18b_DP_porcentaje_ETI
c16_porcentaje_LWOS  c33_opacionCERR_diaprevio
c20_triage_PorAmarillo  c1_SABADO7_dia_semana if
x6_Generacion_validacion==0

87 33,65 0,996
(IC95% 0,988 - 1)

Modelo 204 logistic e1c_FINtren8negro d1_prom_NumNEDOCS_diaprevio
d3_por_negro_diaprevio d2_por_masrojo_diaprevio
c32_opacionGEN_diaprevio c18b_DP_porcentaje_ETI
c33_opacionCERR_diaprevio c20_triage_PorAmarillo
c1_SABADO7_dia_semana if x6_Generacion_validacion==0

87 31,74 0,9961
(IC95% 0,988 - 1)

Modelo 205 logistic e1c_FINtren8negro d1_prom_NumNEDOCS_diaprevio
d3_por_negro_diaprevio d2_por_masrojo_diaprevio
c32_opacionGEN_diaprevio  c33_opacionCERR_diaprevio
c20_triage_PorAmarillo  c1_SABADO7_dia_semana if
x6_Generacion_validacion==0

87 29,76 0,996
(IC95% 0,988 - 1)

Modelo 206 logistic e1c_FINtren8negro  d3_por_negro_diaprevio
d2_por_masrojo_diaprevio c32_opacionGEN_diaprevio
c33_opacionCERR_diaprevio c20_triage_PorAmarillo
c1_SABADO7_dia_semana if x6_Generacion_validacion==0

87 28,13 0,994
(IC95% 0,982 - 1)

Modelo 207 logistic e1c_FINtren8negro  d3_por_negro_diaprevio
d2_por_masrojo_diaprevio c32_opacionGEN_diaprevio
c33_opacionCERR_diaprevio  c1_SABADO7_dia_semana if
x6_Generacion_validacion==0

87 27,77 0,993
(IC95% 0,98 - 1)

Modelo 208 logistic e1c_FINtren8negro  d3_por_negro_diaprevio
d2_por_masrojo_diaprevio c32_opacionGEN_diaprevio
c1_SABADO7_dia_semana if x6_Generacion_validacion==0

87 27,10 0,992
(IC95% 0,979 - 1)
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Figura a5. Histograma de probabilidad predicha por el modelo predictivo de fin
de trennegro. En los gráficos se observa como la probabilidad predicha por el
modelo discrimina los días sin y con fin de trennegro, tanto en el grupo de
generación como en el grupo de validación.
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Figura a6. Discriminación. Se presentan las áreas bajo la curva ROC en el
grupo de días de generación y de validación, acompañadas de las curvas ROC
para cada subgrupo para fin de trennegro. En ambos gráficos se observa un
área bajo la curva muy alta, cercana a 1 que indica alta discriminación.

Discriminación aparente
Grupo de generación

(87 días)

Discriminación de validación interna
Grupo de validación

(45 días)

0,9923 (IC95% 0,978 - 1) 1(IC95% 1-1)
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Tabla a8. Calibración del modelo 208 predictivo de fin de trennegro. se
presentan las probabilidades estimadas por el modelo 208 y las probabilidades
observadas por deciles.

Grupo de días de generación
(87 días)

Grupo de días de validación
(45 días)

decilo cantidad de
días

Probabilidad
observada

Probabilidad
estimada por

el modelo

Cantidad de
días

Probabilidad
observada

Probabilidad
estimada por

el modelo

1 45 0 0,0004 26 0 0,0006

2 18 0,11 0,115 9 0 0,119

3 2 1 0,758 0 - -

4 1 1 0,853 2 1 0,836

5 2 1 0,928 2 1 0,92

6 6 0,83 0,958 1 1 0,944

7 3 1 0,984 1 1 0,98

8 1 1 0,994 0 - -

9 4 1 0,999 2 1 0,998

10 5 1 0,999 3 1 0,999

Total 87 0,287 0.287 46 0,239 0,25
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Figura a7. Calibración. Gráficos de calibración de modelos predictivos para fin
de trennegro utilizando los grupos de días de generación y de validación. Las
calibracion completa por decilos, se muestran en la tabla a7. En ambas curvas
de calibración se observa la alta calibración del modelo predictivo de fin de
trennegro.

Calibración aparente
Grupo de generación

(87 días)

Calibración de validación interna
Grupo de validación

(45 días)
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Figura a8. Calibración por bootstrapping. Gráfico de calibración ajustado por
optimismo de modelos predictivos para fin de trennegro que evidencia alta
calibración. Se generó utilizando 200 muestras de bootstrapping de tamaño
132.
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Figura a9. Se presentan los gráficos descriptivos correspondientes a los
grupos de validación externa HIBAC e HIBA San Justo para 2019 completo. 1a
y 1b. Gráfico de contornos (ver descripción Gráfico 5). 2a y 2b Tiempo en
horas de demora del último paciente en ser atendido, mayor tiempo de espera
por cama de internación de pacientes internados en la CEA medido en horas,
cantidad de pacientes en ARM en la CEA, y cantidad de pacientes que
esperaban ser trasladados a sala de internación desde la CEA, todos en
función del tiempo en días.

HIBA Central (2019) HIBA San Justo (2019)

1a 1b

2a 2b
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